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Ozetce—Seyreklik tabanli isaret isleme arastirmacilar
tarafindan olduk¢a fazla ilgi ceken ve Oriintii tamma,
goriintii isleme ve bilgisayarh gorii gibi alanlarda sikhkla
kullanilan gorece yeni bir arastirma alamdir. Bu ¢ahsmada
seyreklik tabanh isaret isleme ve cekirdek yaklasimlarinin
beraberce simflandirmada kullamlmasim konu almaktayiz.
Seyreklik tabanh smmiflandiricilar son donemde ¢esitli
smiflandirma uygulamalarinda olduk¢a verimli sekilde
kullanilmislardir. Bu yeni seyrek simflandiricilarin, ¢ekirdek
yaklasimi  vasitasiyla  daha  etkin  versiyonlarinin
olusturulmasi ise gorece az ilgi c¢ekmistir. Burada sozliik
ogrenme icermeyen seyrek simmiflandiricilarda, cekirdek
yaklasiminin kullanmmu incelenecektir. Yiiz ve rakam veri
setleri iizerinde gerceklestirilen simflandirma benzetimleri,
seyrekligi ve c¢ekirdek yaklasimmm beraberce kullanan
simflandiricilarin - oldukc¢a rekabet¢i sonuclar verdigini
gostermektedir.

Anahtar Kelimeler —Sikisarilmis algilama;  seyreklik;
goriintii isleme; siniflandirma, yiiz tamima.

Abstract—Sparsity based signal processing is a relatively
new research area which has attracted tremendous interest
from researchers. Application areas for sparse signal
processing include but are not limited to image processing,
pattern recognition and computer vision. This work
considers the joint application of sparsity and kernel
methods to classification problems. Novel sparsity based
classifiers have been effectively utilized in classification.
Variants of sparse classifiers utilizing kernel functions on the
other hand have garnered limited interest. Here we will
examine the combination of non-dictionary learning sparse
classifiers with kernel based methods. Simulations in face
and digit recognition applications demonstrate competitive
performance for classifiers utilizing sparsity and kernel
methods concurrently.
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I. GIRIS

Seyreklik, son yillarda ortaya ¢ikmig ve birgok bilimsel
alanda basarilt ¢oziimlere temel olugturmus Snemli bir
arastirma alanidir. Seyreklik, 6zellikle isaret isleme, yapay
O0grenme ve goriintii isleme gibi alanlarda oldukga etkin bir
uygulama sahasina sahiptir. Gorlintii  isleme
problemlerinden, giiriilti giderme, goriintii restorasyonu,
¢Ozinurlik  degistirme, gorsel izleme,  goriinti
smiflandirma vb. uygulamalar i¢in literatiirde oldukga fazla
galisma bulmak mimkiindiir. Yeni bir veri toplama
paradigmast  olarak sunulan sikigtirilmig  algilama,
popiilarite kazanan seyreklik tabanli yaklagimlarin en
bilinen ve goz 6niinde olan uygulamasit olmustur [1].

II. BENZER CALISMALAR

Seyreklik tabanli isaret islemenin kullanildigi ilk
onemli smiflandirma calismasi, Wright ve digerleri
tarafindan gelistirilmistir [2]. Onerilen bu smiflandirict
parametrik olmayan ve sozliik 6grenme gerektirmeyen bir
yapida tasarlanmistir. Gelen test resminin dogrudan sozliik
verisi lizerinde seyrek temsili gergeklenerek siniflandirma
yapilmaktadir. Bu 0Oncli calisma ile birlikte seyrek
smiflandirma tizerine yapilan calismalar biiyiik bir artis
gostermistir. Ornegin Zhang ve digerleri [3], £, normunu
kullanarak iyi bir basarim elde eden seyrek simiflandirici
sistemini Onermistir. Yine Deng ve digerleri [4], seyreklik
tabanli smiflandiricinin degisik yiiz goriintiisii 6zellikleri
(kamuflaj, yiiz ifadeleri, 151k seviyeleri gibi) i¢in daha iyi
performans gosteren, 1iyilestirilmis bir versiyonunu
Onermistir.

Seyreklik tabanli siniflandirmada ¢ekirdek yaklagimlari
ise gorece az ilgi g¢ekmistir. Cekirdek yaklasimlari ve
seyrekligi birlestiren siniflandirma ¢alismalarindan en
onemli iki tanesi, £; normlu SVM (Support Vector
Machine) [5] ve ¢ekirdek tabanli seyrek temsil (Kernel
Sparse Representation - KSR) [6] ¢alismalaridir. Her iki
yaklasimda da, nesneleri yiiksek boyutlu dznitelik uzayina
doniistiiren ¢ekirdek yaklasimi ve seyreklik beraberce
kullanilarak yeni siniflandiricilar gelistirilmistir.



III. SEYREKLIK TABANLI SINIFLANDIRMA

A. Seyreklik Tabanli Sinmiflandirmanin Temelleri

Gozetimli  smiflandirmada  temel problem  sinifi
bilinmeyen test nesnesini, & farkli bilinen smif seti iginden
dogru smnifa atamaktir. Bu smiflandirmayr seyreklik
tabanli olarak yapmak istedigimizde, oncelikle nesne ve
sozlik arasindaki iliskiyi ifade eden seyrek gosterilim
vektoriinil elde etmemiz gereklidir. Bir test nesnesine ait
seyrek gosterilim vektorii, onun geri ¢catiminda kullanilan
sozIlik atomlarinin belirli bir kisminda yogunlagir. Bu
durum, test nesnesinin sozliikkte yogunlastigi atomlarin
dogrusal birlesimi ile elde edildigini ve bu durumu
benzerliklerinin bir 6l¢iisii olarak kabul edebilecegimizi
gosterir. Buradan hareketle & farkli sinifin her biri igin
belirli sayida atom iceren bir sozliik kiimesinin verildigini
diisiindiigimiizde, test resmini & farkli bilinen sinifa ait bu
sozliik atomlar1 cinsinden seyrek olarak ifade edebiliriz.

Siniflandirmada  kullanilacak tiim nesnelerin RS
boyutunda birer vektdr oldugunu varsayalim. Her bir
siifa ait sozliikteki atom sayis1 n; olmak tizere, k tane
farkl sinifa ait toplam n = n; +n, + --- + n;, adet atom
kullanilarak biiyiik D sozliik matrisi olusturulabilir. Tlk
olarak, i. sinifa ait sozliik (1)’deki gibi ifade edilebilir.

D; = [di,l'di,Z"'di,ni] € RS> (1)

Burada, d,; j, i. smifa ait sozIiigiin j. atomunu ifade etmek

iizere, k adet smifa ait sozliiklerin birlesimi ile olusan D
sozlugi (2)’deki gibi ifade edilir.

,D;] (2)

Sozliikteki atom sayisinin nesne vektdrii boyutundan
biiyiikk oldugu, yani &zellikle n > s durumu i¢in, seyrek
igsaret iglemenin giicii ortaya c¢ikmaktadir. x € R® test
nesnesi Onceden belirlenmis D sozligiiniin atomlar
cinsiden dogrusal bir bilesim olarak (3)’teki gibi ifade
edilebilir.

D =[D,,D,,..

x=Da€R 3)

a € R" seyrek katsayr vektorii olmak iizere x = Da
eksik belirtilmis dogrusal denkleminin tek degil pek ¢ok
¢Ozlimii mevcuttur. Bu denklemin tek bir ¢oziime sahip
olmasi ancak ilave bir kisit altinda miimkiin olmaktadir.
Kisit olarak en az sayida atomun kullanimi alinirsa, bu £,
normu altinda bir optimizasyon problemini getirmektedir.
Seyrek gosterilim problemi olarak niteleyebilecegimiz bu
problem (4)’teki gibi verilebilir. Bu optimizasyon
problemi eslestirmeli takip (Matching Pursuit-MP) veya
dikey eslestirmeli takip (Orthogonal Matching Pursuit-
OMP) algoritmalari ile yaklasik olarak ¢oziilebilmektedir.

a = argminllall, ,

IDa—xl|l, <& kosulu altinda

x test nesnesinin, (4)’ teki optimizasyon probleminin
¢oziimiiyle elde edilen a seyrek vektoriiniin sifir olmayan
elemanlarmin yogunlastigi sinifa ait olduguna karar
verilebilmektedir.  Buradan  hareketle a  seyrek
vektoriindeki her bir smifa ait katsayilar1 segen fonksiyonu
6; + R® - R" olarak tanimlarsak, 7;(x) i. sinifa ait artig
gostermek tlizere smiflandirma yapilacak sinif bu artig
minimum yapacak smiftir. Bu durumda smiflandirma
algoritmasi (5)° deki karar kuralina gore ilgili sinifa atama
yapacaktir.

miin r;(x) =llx — Dé;(a)ll, ()

Nihai olarak seyreklik tabanli smiflandirma (Sparse
Representation Classification - SRC) algoritmasina ait
sozde kod Algoritma 1’deki gibidir [2].

Algoritma 1: Seyreklik Tabanh
Algoritmasi (SRC) [2]
1. Giris: D sozligii olusturulur ve xtest nesnesi
belirlenir.
2. D sozlugline ait tim atomlar birim ¢, normuna
gore normalize edilir.
3. £, minimizasyon problemi ¢oziiliir:
a = argmin||al|,,

Simiflandirma

a
IDa — x||, < & kosulu altinda
4. Her bir sinif igin artik hesabi yapilir:
miin r;(x) =lx — D§;(a)ll,
5. Karar verilir:
Siniflandir(x) = argmin;(x)
13

B. Cekirdek Yaklagimi

Cekirdek yaklagimi literatiirde smiflandirmada sikga
kullanilan bir yaklagimdir ve temelde dogrusal olmayan
karar smirlar1 ile smiflandirma yapabilmek amaciyla
kullanilir.  Dogrusal olmayan karar sinirlarn ile
siniflandirma yapabilmek icin giris uzayinda dogrusal
olarak smiflandirilamayan veri kiimesi, daha yiiksek
boyutlu bir uzayda temsil edilerek, bu uzayda dogrusal
siniflandirilir. Fakat bu dogrusal olmayan yiiksek boyutlu
Oznitelik uzayina gegis ve orada islem yapmak oldukga
fazla islem yiikii getirebilmektedir.

Bu nedenle x verisinin ®(x) 6znitelik uzayindaki
temsilini, giris uzayimnda hesap edebilecek bir yaklagim
uygulamak ¢ok faydali olmaktadir. Bu doniigim Mercer
¢ekirdek teoreminden faydalanilarak yapilmaktadir [7].
Bir Mercer ¢ekirdegi olan k(x,y) fonksiyonunun Mercer
sartlarin1 sagladigi disiiniildigiinde, k(x,y) fonksiyonu
Hilbert 6znitelik uzayindaki @ doniisiimiinii ifade eden bir
fonksiyon olarak tanimlanabilmektedir ve k(x,y) =



cinsinden ifade

(P(x), P(y)) ¢
edilebilmektedir [8, 9].

carpimlar

x ve y vektér olmak iizere, k(x,y) = (1+ xTy)¢
polinom ¢ekirdek fonksiyonunu ve k(x,y) = ellx=¥1/0)
Gaussian ¢ekirdek fonksiyonunu ifade eder. Her bir
uygulama i¢in en iyi sonucu veren d ve ¢ parametreleri
deneysel sonuglar 1s18inda elde edilir.

C. Seyreklik Tabanli Simiflandirmada Cekirdek Yaklasimi

SRC yonteminden farklt olarak ¢ekirdek tabanl
yaklagimdaki hedef, bu @® dogrusal olmayan Oznitelik
uzayma doniistiiriilmiis test nesnesini, yine ® 06znitelik
uzayina donistiiriilmiis s6zliik elemanlari ile seyrek olarak
temsil edebilmektir.

Bu durumda x test nesnesi dznitelik uzayinda @ (x) olarak
temsil edilir. Benzer sekilde sozlik (6)’daki gibi ifade
edilir.

®(D) = [®(D,), ®(D,), ..., (D,)] € RS*" (6)

Nihai olarak (4)’teki optimizasyon problemi (7)’deki
optimizasyon problemine doniisiir.

a = argmin||all,,

a (7)

[®(D)a— ®(x)|l, < & kosulu altinda
(7) i¢ carpmmlar cinsinden ifade edilirse, ®(D)T®(x) =
(O(D), ®(x)) = k(D,x) € R™™ olmak iizere bir vektdr
ve S =o(D)"®(D) = (¢(D),®(D)) = k(D,D) €
R™™ olmak tizere simetrik ve pozitif tamimli gram
matristir. Bu durumda ¢ekirdek fonksiyonlar1 ile ifade
edilmis optimizasyon problemi (8)’deki gibidir.

a = argmin||all,, ®)
a
[[Sa — k(D,x)|l, < & kosulualtinda

Nihai olarak, bu g¢alismada o6nerilen Cekirdek-Seyreklik
tabanli smiflandirma (Kernel Sparse Representation
Classification — K-SRC) algoritmasina ait sozde kod
Algoritma 2’deki gibidir. Bu algoritma Nguyen ve
digerlerinin onerdigi sozlik ogrenmeli siniflandiricinin
[10] sozlik 6grenme kullanmayan daha basit bir versiyonu
olarak diistiniilebilir.

IV. DENEYSEL BENZETIM SONUCLARI

Deneysel benzetim sonuglarinda gergek hayatta genis bir
kullanim alanmna sahip yiiz tanima ve rakam tanima
sistemleri igin seyrek smiflandirma algoritmalarinin
kargilagtirmali performans testleri ele alinacaktir. SRC ve
K-SRC algoritmalar1 i¢in deneysel benzetim sonuglari
MATLAB ortaminda, en yakin komsuluk (Nearest
Neighbour - NN) ve Dogrusal SVM algoritmalar1 ile
kargilastirilacaktir.

Algoritma 2: Cekirdek-Seyreklik
Simiflandirma Algoritmasi (K-SRC)

Tabanh

1. Girig: D sozligi olusturulur, k(i,j) cekirdek
fonksiyonu se¢imi yapilir ve xtest nesnesi
belirlenir.

2. O(D) ve ®(x)’e ait tiim atomlar birim ¢,
normuna gore normalize edilir.

3. £, minimizasyon problemi ¢oziliir:

a = argmin||all,,
[[®d(D)a — D), as & kosulu altinda
veya
ISa — k(D,x)|l, <& kosulu altinda

4. Her bir sinif igin artik hesabi yapilir:
miinri x) =o(x) — (D)6 (a)ll,
veya
minr; x) =lk(D,x) — $5;(a)ll,
5. Karar verilir:

Siniflandir(x) = argmin;(x)
i

A. Yiiz Tanima

Bu boliimde yiiz tanima sistemine ait gergeklestirilen
deneysel benzetim sonuglart ele almacaktir. Veri seti
olarak Genisletilmis (Extended) Yale B yiiz veri seti
kullanilmistir. Bu veri seti 38 bireye ait toplam 2432 yiiz
resmi i¢ermektedir. Her bir yiiz i¢in degisik laboratuvar
1giklandirma seviyelerinde ve degisik yiiz duruslarinda
toplam 64 resim bulunmaktadir.

Deneysel sonuglar i¢in veri seti sozliik ve test olarak ikiye
ayrilmistir. Bunun igin veri seti igindeki her bir bireye ait
64 resmin yarisi rastgele test i¢in (32 resim), diger yarisi
(32 resim) ise sozlik igin ayrilmistir. Nihai olarak
Ngsz1ax=1216 ve Nips;=1216 adet resimden olugmustur.
Seyrek siniflandirma algoritmalari i¢cin Van Nguyen ve
digerleri iki farkli smiflandirma yaklagim dnermistir [10].
Birinci yaklagim (Isbirlikei) test nesnesini tiim sozliigiin
dogrusal birlesimi ile seyrek ifade etmektir. Ikinci
yaklasim (Dagitik) ise test nesnesini her bir sinifin
sozIigi ile ayr1 ayr1 seyrek ifade etmektir.

Yapilan deneysel sonuglarda ikinci yaklasimin daha
yiiksek performans gosterdigi belirlenmis ve bu yontem
kullanilmstir. Yiiz tanima deneyi i¢in en yiiksek basarimi
gosteren ¢ekirdek fonksiyonu deneysel sonuglarla
k(x,y) = (1 + xTy)%6 olarak bulunmustur.

SRC ve K-SRC algoritmalar1 igin seyreklik seviyesi
T, =5, Abbas ve digerlerinin [11] c¢alismast dikkate
alinarak NN algoritmasi i¢in en yiiksek basarimi veren k
degeri 3 olarak alinmistir. Ayrica tiim algoritmalar 10
farkli sozliik ve test seti lizerinde 10 sefer kosturulmus ve
basarim ortalamalar1 dikkate alinmustir.

Sekil 1” den goriilebilecegi gibi tim 6znitelik boyutlarinda
en yiiksek basarimi K-SRC ve SRC géstermistir. SRC,



Degisik 6znitelik boyutlannda baganmlar
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Sekil 1: Yiiz tanima igin degisik siniflandiricilara ait bagarim
yiizdeleri.
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Sekil 2: Rakam tanima i¢in degisik siniflandiricilara ait bagarim
yiizdeleri.

K-SRC’ye olduk¢a yakin basarim gostermis ve fark
sadece %0.2 seviyelerinde kalmistir.

B. Rakam Tanima

Bu boliimde ¢evrimdisi ve elle yazilmis rakam tanima
sistemine ait gerceklestirilen deneysel benzetim sonuglari
ele alinmistir. Veri seti olarak USPS el yazmasi rakam
veri seti kullanilmistir [12]. Veri setindeki resimler,
rakamlara odakli olarak boyutlar1 esitlenmis 16 X 16 gri
seviyeli resimlerdir.

Deneysel sonuglar igin veri seti ikiye ayrilmistir. Bunun
i¢in veri seti igerisindeki her bir rakama ait rastgele 350
resim test ve rastgele 350 resim sozliikk i¢in ayrilmistir.
Nihai olarak 10 farkli rakam i¢in toplam test resmi sayist
Niose = 3500 ve sozlik resmi sayist Nggyu, = 3500
olmustur. SRC ve K-SRC algoritmas1 i¢in T, = 10
almmis ve smiflandirmalar dagitik yaklagimla yapilmistir
[10]. Yine bu ¢aligma dikkate alinarak USPS veri seti i¢in
K-SRC algoritmasinda en yiiksek basarimi veren ¢ekirdek
fonksiyonu, 4. derece polinom olarak secilmistir. Babu ve
digerlerinin [13] yaptig1 g¢alisma dikkate alinarak NN
algoritmast i¢in en yiiksek basarimi veren k degeri 1
olarak almmustir.

Sekil 2° den goriilebilecegi gibi tiim 6znitelik boyutlarinda
en yiliksek basarimi K-SRC gostermigtir. SRC  diisiik
Oznitelik boyutunda en diisiik performansi gosterirken
diger Oznitelik boyutlarinda K-SRC’ den sonra en iyi
performansi gosteren algoritma olmustur.

V. SONUC

Bu bildiride seyreklik tabanli smiflandiricilarin  sézlik
O0grenmesiz Onciil bir versiyonu olan SRC’nin ve bunun
¢ekirdek yaklasimi ile ¢esitlendirilmis versiyonu olan K-
SRC’nin  seyrek smiflandirmaya uygulanmasi ele
almmustir. Seyreklik tabanli SRC algoritmasi, ¢ekirdek
fonksiyonlar1 vasitasi ile ¢ok yiiksek boyutlu 6znitelik
uzaylarinda  seyrek  gosterilimi  kullanan  K-SRC
algoritmasma dontstiirilmistir. Bu algoritmalar ile
gergeklestirilen yiiz tanima ve rakam tanima deneylerine
bakildiginda, SRC ve K-SRC algoritmalar1 olduk¢a
rekabet¢i sonuglar vermis ve geleneksel smiflandiricilara
onemli rakipler olabileceklerini gdstermislerdir.

KAYNAKCA

[1] Elad, M., Figueiredo, M. A. T. ve Ma, Y., “On the role of sparse
and redundant representations in image processing”, Proc. IEEE,
98(6):972-982, 2010.

[2] Wright, J., Yang A. Y., Ganesh A., Sastry S. S. ve Ma, Y., “Robust
face recognition via sparse representation”, /[EEE Transactions on
Pattern analysis and Machine Intelligence, 31(2): 210-227, 2009.

[3] Zhang, L., Yang, M., ve Feng, X., “Sparse representation or
collaborative representation: which helps face recognition”, IEEE
Conference on Computer Vision, 471-478,2011.

[4] Deng, W., Hu, J., ve Guo, J., “Extended SRC: Undersampled face
recognition via intraclass variant dictionary”, IEEE Trans. Pattern
Anal. Mach. Intell, 34(9):1864-1870, 2012.

[S] Zhang, L. ve Zhou, W., “On the sparseness of l1-norm support
vector machines”, Neural Networks, 23(3):373-385, 2009.

[6] Gao, S., Tsang, I.W.-H. ve Chia, L.-T., “Kernel sparse
representation for image classification and face recognition”, //th
Eur. Conf. Comput. Vis., 6314, 1-14,2010.

[71 Vapnik, V., The nature of statistical learning theory. Springer-
Verlag, New York, 1995.

[8] Cortes, C. ve Vapnik V., “Support-Vector Networks”, Machine
Learning IEEE, 20 (3):273-297, 1995.

[91 Courant, R. ve Hilbert, D., Methods of Mathematical Physics.
Interscience. New York, 1953.

[10] Van Nguyen, H., Patel, V.M., Nasrabadi, N.M. ve Chellappa, R.,
“Design of Non-Linear Kernel Dictionaries for Object
Recognition”, IEEE Transactions on Image Processing, 22(12):
5123-5135,2013.

[11] Ebrahimpour H. ve Abbas K., “Face Recognition Using Bagging
KNN”, International Conference on Signal Processing and
Communication Systems, 17-19, 2007.

[12] Hull, J.J., “A database for handwritten text recognition research”,
IEEE Trans. Pattern Anal. Mach. Intell, 16(5):550-554, 1994.

[13] Babu, U. R., Venkateswarlu, Y. ve Chintha, A. K., “Handwritten
Digit Recognition Using K-Nearest Neighbour Classifier”, in
Computing and Communication Technologies (WCCCT), 60-65,
2014.



