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Ozetce

Bu calismada Istanbul Biiyiiksehir Belediyesi’nin
web sitesininden alinan RTMS (Remote Traffic
Microwave  Sensor) cihazlarmin  hiz  6lgiim
degerleri kullamilarak ileriye yonelik trafik hizi
tahmin edilmistir. Oriintii tanima yontemi olarak
k-En Yakin Komsu (kNN) ve Karar Destek
Makinesi (SVM) kullanilmistir. Bir sensore ait hiz
verilerinin degisik zamanlarda alinarak yapilan
trafik hizi ongoriisiine ek olarak bu sensore yakin
sensorlerin  hiz  bilgileri alinarak ve yiiksek
bagintiya sahip sensorlerin hiz bilgileri alinarak
hiz  ongoriisii  yapiunustir.  Yapilan  testler
sonucunda genel olarak SVR metodunun KNN
metodundan daha basarili oldugu goriilmiistiir.
Yakin konumlardaki veya yiiksek bagintili sensor
verisi kullanilarak yapilan tahminlerin ise bir
sensor verisi kullanmilarak yapilan tahminlerden
daha iyi sonug verdigi goriilmiistiir.

Abstract

In this study we predict traffic speed on Istanbul
roads using RTMS (Remote Traffic Microwave
Sensor) speed measurements obtained from the
Istanbul Municipality web site from 327 different
sensor locations. We do speed predictions 5
minutes to an hour ahead and use SVM (Support
Vector Machine) and kNN (k Nearest Neighbor)
methods for speed prediction. We find out which
other sensors could be used to predict the speed at
a certain sensor location and show that especially
for nearby/correlated sensors, it is possible to get

better results using related sensor measurements
in addition to the sensor being predicted.

1. Giris

Sehirlerin biiyiimesi ve niifusun
kalabaliklagmasiyla beraber insanlarin sehrin
icinde bir noktadan bir noktaya araglariyla
ulagmalar1 giderek daha da zorlagmaktadir. Giiniin
belirli ~ vakitlerinde olusan olagan trafik
sikisgikliginin  yani sira olagan digt durumlar
sonucu olusan beklenmeyen trafikte bekleme
siireleri insanlarin hayatlarini olumsuz sekilde
etkilemektedir. Her ne kadar belediyeler bu
durumu ¢ozmek cesitli onlemler alsada ozellikle
sehirlerin eski yerlesim birimlerinde yeni yollar
acmak miimkiin olamamasi gibi cesitli etkenler
sonucu bu cabalar ¢ofgu zaman sonugsuz
kalmaktadir. Akilli trafik sistemleri (ITS) bu
noktada yardimimiza kosmakta ve trafik isaretleri
kontrol sistemi, elektronik bilet toplama sistemi,
transit yollar yonetim sistemleri gibi bir ¢ok
uygulamayr  yolcularin  ve trafik  kontrol
servislerinin daha akict ve giivenli bir trafik
hizmeti sunmasini saglamaktadir.

Kisa zamanli trafik hizi tahmini yolcularin seyahat
siirelerini  en dogru sekilde Ongdrmelerini
saglamaktadir. Yola c¢iktiktan hedefe varincaya
kadar gidilecek rota iizerinde olusabilecek trafik
sikigikligini onceden Ongoriilmesiyle kullanicilar
bagka rotalara kaydirilmasi saglanmakta ve trafigin
yollara daha esit yayilmas1 saglanabilmektedir.



Trafik Ongoriisii icin yapilan calismalarda temel
olarak yapilan iglem ge¢mis zamana ve simdiki
zamana ait hiz verilerini giris olarak vererek
gelecekteki olugabilecek degerleri ¢ikti olarak
almaktir. Bu amagla ilk denenen yontemlerden
biri dogrusal yontemdir [11,13,16,4]. Dogrusal
yontemlerin hiz degerleri arasindaki karmagik
iligkiyi tam olarak verememesinden dolay1
yapilan tahminler 15 dakikadan kisa periyotlarda
iyi sonu¢ vermekte, daha uzun zamanda yapilan
tahminlerde ilgili zaman diliminde gec¢mis
zamanin ortalamasit alinarak yapilan oOlgiimler
daha iyi sonug vermektedir [5,6]. Yine trafik
ongoriisinde  kullanillan ve zamana bagh
parametreler kullanan Kalman siizgeci yontemi
yine ileriki zaman dilimi tahminlerinde hatali
sonuglar verebilmektedir [9].

Problemin karmagsikligi g6z Oniine alinarak bir
cok calismada SVM (Support Vector Machine,
Karar Destek Makinesi) ve ANN (Artificial
Neural Network, Yapay Sinir Aglar1) yontemleri,
bu yontemlerin giris-¢ikis arasindaki belirli bir
matematik ~ formiille  ifade  edilemeyecek
karmagsikliktaki  ifadeler arasindaki iliskiyi
bulmasi yoniinden birbirlerine benzer ozellikler
tasimaktadir. ANN’ler insan beyninin hesaplama
yapisini modelleyerek ¢ok katmanli bir hesaplama
birimi olusturmaktir ve trafik hizi ongoriilii bir
¢ok calismada kullanilmustir [8,7,13,10]. Fakat
SVM'de kullanilan yapisal risk kii¢iiltme yontemi
(SRM), ANN'de kullanilan deneysel risk
kiictiltme (ERM) yontemine gore, yerel sinirlara
takilmamasi ve genel degerleri daha iyi
yakalamasi  nedeniyle daha iyi sonuglar
vermektedir [2,15]. Ayn1 zamanda SVM’nin
kayip verilerle ANN’ye gore daha iyi basa
cikabilmesi onu trafik Ongoriisii  yapmakta
ANN’nin 6niine gegirmektedir.

Bu calismada SVM ve kNN (k-En Yakin Komsu)
yontemleri kullanilarak kisa zamanli hiz tahmini
yapilmaktadir., Hem aym1 noktada yapilan
Olctimler, hem de o noktaya baglanan yollardan
alinan Ol¢timler ve Oznitelik se¢me yontemleri
kullanilarak hiz tahmini yapilmistir. Bir sensore
ait hiz verilerinin degisik zamanlarda alinarak
yapilan trafik hiz1 Ongoriisiine ek olarak bu
sensore yakin sensorlerin hiz bilgileri alinarak ve
yiiksek bagintiya sahip sensorlerin hiz bilgileri
alinarak hiz o6ngori yapilmistir. Ayrica ilgili

sensorden veri alinamadigi diisiiniilerek yiiksek
korelasyona bagli sensorlerin birbirlerinin verileri
kullanilarak hiz 6ngoriisii yapilmaya calisilmigtir.
Yapilan testler sonucunda genel olarak SVR
metodunun  KNN metodundan daha basarili
oldugu goriilmiistiir. Yakin konumlardaki veya
yiiksek korelasyonlu sensor verisi kullanilarak
yapilan tahminlerin ise bir sensor verisi
kullanilarak yapilan tahminlerden daha iyi sonug
verdigi goriilmiistiir. Ilgili sensoriin bozuldugu
varsayilarak onun yerine korelasyonu yiiksek
diger sensor verilerinin kullanildiginda sonuglarin
ilgili sensoriin kullanildigi duruma gayet yakin
sonuglar verdigi goriilmiistiir.

Bildirinin geri kalani su sekilde diizenlenmistir: 2.
boliimde kullanilan veri kiimesi hakkinda bilgi
verilmigtir. 3. boliimde kullanilan Oriintii tanima
yontemleri ve 6znitelik segme yonteminden kisaca
bahsedilmistir. 4. boliim deneysel sonuglari, 5.
bolim ise genel olarak varilan sonuglari
icermektedir.

2. Veri Kiimesi

Veriler, Istanbul Biiyiiksehir Belediyesi Trafik
Kontrol Merkezinin web sayfasindan alinmaktadir
(www.tkm.ibb.gov.tr). Trafik Kontrol Merkezi
biitin Istanbula yayilmig 327 RTMS ile ilgili
seritlerden gecen araglarin hiz ortalamalarim
alarak 1-2 dakika araliklarla web
yayinlamaktadir. Trafik sensorlerinin sik¢a dogru
sonu¢ vermemesine neden olan sensor agi

sitesinden

degisimleri ve Oniine sensorii engelleyici yabanci
cisimlerin gelmesi (aga¢ dali vs.) gibi durumlar
Trafik Kontrol Merkezi calisanlarinin  yaptigt
periyodik bakim caligmalart sayesinde
onlenmektedir.

Bir noktada olusabilecek hiz degerini tahmin
etmek igin, Oznitelik vektorii olarak, o noktada
daha once Olciilmiis hiz degerleri kullanilmustir. 5
dakika sonraki hiz degerini tahmin etmek igin
istenen andan 5, 10, 15, ..., 60 dakika, 1 giin ve 1
hafta onceki hizlar (gosterim olarak -5, -10, -15,
..., =00, -1440, -10080) Oznitelik vektorii olarak
secilmistir. 1 saat sonrast hiz tahmini icin ise, 65,



..., 120 dakika, 1 giin ve 1 hafta onceki hiz
degerleri kullanilmustir.

3. Oriintii Tanima Yontemleri

3.1 k-En Yakin Komsu (kNN) ve
Karar Destek Makinesi (SVM)

kNN [1] yOntemi
yontemlerinden birisidir. Belirli bir k degeri igin
(bu c¢alisgmada k=25 kullanilmistir)
edilmesi istenen veri noktasinin Ozniteliklerine

en basit Oriintii tanima

tahmin

secilen bir uzaklik metrigine gore en yakin k tane
egitim noktasinin cikti degerlerinin ortalamasi, o
veri noktasi icin yapilan Ongoriiyti belirler.
Boylece su anki trafik hizi dagilimina en yakin
gecmis 25 hiz dagilimi bulunarak  gelecege
yonelik hiz tahmini yapilir. kNN yontemi, biitiin
egitim veri kiimesindeki noktalara uzaklik hesabini
gerektirdigi icin yavastir. Oznitelik vektorlerinin
boyutlarinin azaltilmasi, uzaklik metrik hesabinin,
dolayis1 ile kNN’in hizimin artirilmasi igin
kullanilabilir.

SVM [3] yaklasik son 10 yildir kullanilan, degisik
problemler i¢in iyi sonuglar vermis, bir Oriintii
tanima yontemidir. Oznitelik vektorleri arasinda
daha c¢ok boyutlu bir uzayda hesaplanan bir
carpima (dot product) ve bu ¢ok boyutlu uzayda
siiflarin birbirlerinden dogrusal bir siniflandirici
ile ayrilmasina dayanir. Birbiriyle iligkisi karmagik
sayilabilecek ve direk dogrusal bir iliski
bulunamiyan 6rnek problemimiz gibi konularda
oznitelik vektorleri arasindaki iligkiyi ¢cok boyutlu
uzayda bulan bir yontemdir. Egitim kiimesinde
verilen trafik hiz vektorleri kullanilarak hiz
degerlerinin  degisim egrisi bulunmakta ve
gelecege yonelik hiz tahmini yapilmaktadir. SVM
hem siniflandirma hem de regresyon problemleri
icin de kullanilabilmektedir. Bu ¢aligsmada, Stefan
Riiping tarafindan C++ dilinde yazilmis, acik
kaynak kodlu mySVM programu kullanilmustir

[12].

3.2 Oznitelik Secimi

Oznitelik secme yontemleri (feature selection),
veri boyutu azaltma (dimensionality reduction)
yontemlerinin bir alt grubudur. PCA, ICA gibi
Oznitelik projeksiyon yontemleri, biitiin Olgiilen
Ozniteliklerin dogrusal birlesimi olan ama daha az
sayida boyut kullanirken, ileri ya da geriye dogru
Oznitelik  secimi  (forward/backward feature
selection) sadece belirli Oznitelikleri segip
kullanmaktadir. Ozellikle ©lgiimlerin alimasinin
ya da saklanmasiin zaman ya da para acisindan
masrafli oldugu durumlarda Oznitelik se¢me
yontemleri, Oznitelik projeksiyon yontemlerine
tercih edilir.

3.3 Oriintii Tanima Algoritmalarinin
Performanslarinin Ol¢ciimii

i =1..nongoriilmesi  istenen  zamanlari, Yl

gercek hiz degerini, Y, ise Ongoriilen hiz1

gostersin. Performans olciitii olarak gercek ve
ongoriilen hizlarin farklarinin mutlak degerinin,
gercek hiza oraninin ortalamasi alinmigtir:

RME=1%

n i

Yi_Yi*
Y.

i

(1)

4. Deneysel Sonuglar

4.1 Sadece Bir Yere Ait Gecmis Hiz
Degerlerini veya Komsu Sensor

Degerlerini Kullanarak Hiz Tahmini
Bu boliim deneyleri sirasinda kullanilan 3 RTMS
trafik sikisikligi yogun olan FSM kopriisii yolu
tizerinde secilmistir. Bu RTMS lerden s13 Maslak
FSM kopriisii yoniinde, s59 Levent FSM kopriisii
yolunda bulunmaktadir. s13 ve s59’dan gelen
trafigin birlesimi ile olusan trafik, s268 FSM
kopriisiinde 6l¢iilmektedir (Sekil 1).



n alindigl, FSM Kopriisine
baglanan yollar lizerindeki (i¢ nokta.

Sekil 2’de, s268 noktasinda 5 dakika sonraki hiz
tahmini igin sadece s268 sensorii kullanilarak svm
ve knn yoOntemleriyle Olciilen hata oranlar
(s268knn ve s268svm ile gosterilmistir), ve geriye
dogru oOznitelik secimi ile 3 sensoriin birlikte
kullanildiginda ulastigt ylizde hata degerleri
goriilmektedir (s268knn, multi ve s268svm, multi
ile gosterilmistir), . Hem s268, hem de diger
noktalar i¢in, SVM’nin ulastigi hatalar, genel
olarak, kKNN’den daha azdir.

60 dakika sonrasi hiz kestiimi

—+— =268 knn
—8— 3268 svm
e 8268 knn,muld
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-
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Sekil 2: s268 noktasinda 5 dakika sonraki hiz

tahmini icin geriye dogru 6znitelik segimi.

Yaklastk 6 sensor degerinden fazlasinin
kullanilmasi ile SVM’nin de kNN’nin de hata
oranlarinda biiyiik bir diisme goriilmemektedir. Bu
6 sensoriin hangileri oldugu ve 6nem sirasina gore
secilen diger sensorler, hem s268, hem de s13 ve
s59 noktalart i¢in Tablo 1’de gosterilmistir. Her
nokta i¢cin hem uzun dénemde yapilmis (-1440=1
giin, -10080=1hafta) hem de en son 1 saat igcinde

5 Olctimler her ii¢ nokta igcin de 6nemli
stur.

: Azalan 6nem sirasi ile, U¢ degisik noktada
SVM kullanilarak secilen 6znitelikler.

Oznitelik S13 S59 5268
1 -1440 -10080 -5
2 -10080 -1440 -1440
3 -30 -5 -10080
4 -10 -60 -10
5 -15 -35 -50
6 -40 -30 -35
7 -20 -20 -60
8 -45 -50 -25
9 -25 -15 -30
10 -50 -45 -45
11 -55 -55 -40
12 -35 -40 -55
13 -60 -25 -15
14 -5 -10 -20

4.2 Birbirine bagimh sensoérlerin

baginti yontemiyle bulunmasi

Onceki boliimde, yakin konumdaki sensorlerin
kullanilmasinin ~ hiz basarimini
arttirdign ~ gosterilmistir. belirli
araliklarla ayarlanmaya ihtiya¢ duyduklari veya

tahmininin
Sensorlerin

ongoriilmeyen sekilde cesitli nedenlerle hizmet
dis1  kaldiklar1  bilinmektedir. Bu  durumda
birbirlerinin yerlerine kullanilabilecek bagimli
yararli olacaktir. 327
sensoriin dlgiilen hiz degerlerinin birbirlerine gore
bagintis1 (correlation) bulunarak bagimli sensorler

sensorlerin - bulunmasi

bulunabilir. Her sensor noktasi icin bagintis1 en
yiiksek diger sensor noktalar1 bulunmus ve ek
ongoriisiinde  yardime1  olarak
kullanilmistir. Tablo 2'de birbirlerine yiiksek
baginti ile bagh sensorler goriilmektedir.

sensorler hiz



Tablo 2: Yiksek korelasyonlu sensorler

Sensor 1 | Sensor 2
s95 s73
$266 ts266
s156 ts156
s73 s4
s95 s4
s174 s171

Bu sensorlerin fiziksel konumlarina bakildiginda
bunlarin birbirleriyle ayni yol {iizerinde veya
birbirlerine baglanan yollar iizerinde oldugu
goriilmektedir. Ornek olarak birbirlerine sirasiyla
bagimli 95,573 ve s4 sensorlerinin ayni yol
pespese Sekil ~ 3’te

tizerinde geldikleri

goriilmektedir.

&% i
Sekil 3: FSM Koprist — TEM Anadolu yolu
Uizerinde bulunan s95, s73 ve s4’lin konumlari

Benzer sekilde Sekil 4’de goriildiig gibi s266 ve
ts266’da harita {izerinde hemen hemen aym
noktadaki  yolun farkli  seritlerindeki hiz1
olemektedir. s266 Sartyer’den — Maslak’a giden
yolun hizim1 6lcerken, ts266 Maslak’tan Sariyer’e
giden yol tizerindeki hiz1 6l¢gmektedir.

$ek| 4: Sarlyer-MasIak yolu Gzerindeki s266 ve
ts266 sensorlerinin konumlari

4.3 Yuksek bagintili sensorlerin hiz

tahmininde birlikte kullaniimasi
Birbirine bagimli sensorlerle birden cok deney
gerceklestirilmistir. Sekil 5, 6 ve 7'de sadece
gecmis hiz degerleri kullanilarak
hata oran1 ile sensoriin kendi

sensoriin
hesaplanan

agmtilt bulundugu sensoriin verileri
Mfanildiginda hesaplanan hata oranlar
stir. Biitiin sekillerde SVM yontemi
ecme  yontemleriyle elde edilen
kullanilmigtir.

5 dakikadan 60 dakikaya kadar artan
arinda sadece s95’in, s95+s4’iin ve
iin karsilastirmali SVM basarimlart
Sekil s73 in 95 ile birlikte
d hata diistirdiigiinti
gostermektedir, ek olarak s4 sensorii verilerinin
kullanilmasinin sonuca ek bir katkis1 olmamigtir.

oranini
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Sekil 5: Tahmin edilen zamanin arttiriimasiyla s95
SVM metodunun kullaniimasi

Sekil 6 ve sekil 7°de ts266 ve s171 sensorlerinin
kendisine yiiksek korelasyonla bagli sensorler ile
artan zaman
goriilmektedir.  Yine  birden

kullanildiginda bagarim artmaktadir.

araliklarinda bagarimlari

fazla  sensor
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Sekil 6: Tahmin edilen zamanin arttiriimasiyla s95

SVM metodunun kullaniimasi
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Sekil 7: Tahmin edilen zamanin arttiriimasiyla s171
SVM metodunun kullaniimasi

4.3 Yiksek bagintih sensoérlerin

birbirleri yerlerine kullaniimasi

Yiiksek bagitili sensorlerin birbirlerinin hizlarina
egrileri  verdigi  goriilmiistiir.
Sensorlerin  bozulma veya iletisim kopuklugu
oldugu durumlarda yiiksek bagintili sensorlerin

benzer hiz

birbirleri yerlerine kullanilabilecegi diisiiniilebilir.
Bu  boliimde kendi
kullanilmadan sadece diger sensorlerin verileri

sensorlerin verileri

kullanilarak basarim oranlar1 hesaplanacaktir.
Sekil 8’de birbirlerini etkileyen 3 yiiksek bagintili
sensOr kullanilmistir. Bu sensorlerden s95 yerine
s73 veya s73 ile s4’iin birlikte kullanildig
durumda en az s95 verileri kullamligi kadar
basarili sonuglar alindigi goriilmektedir.

s95 SVM
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Sekil 8: Tahmin edilen zamanin arttiriimasiyla s95
icin SVM metodu

Sekil 9°da yiiksek bagintil1 s156 sensoriiniin yerine
ts156 sensoril kullanildiginda yapilan hata oranlari
goriilmektedir. %3 civarinda bir hata payi ile s156
ile yapilan 6l¢timlere benzerlik gostermektedir.

5156 SVM
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Sekil 9: Tahmin edilen zamanin arttirimasiyla s156

icin SVM metodu

60

Sekil 10’da yiiksek bagmtili ts266 sensoriiniin
yerine s266 sensorii kullanildiginda yapilan hata
oranlar1 goriilmektedir. Yine %3 civarinda bir hata
payr ile ts266 ile yapilan Olglimlere benzerlik
gostermektedir.
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Sekil 10: Tahmin edilen zamanin arttinimasiyla
ts266 icin SVM metodu
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5. Sonuclar
Bu calismada hem SVM, hem de kNN yontemleri
kullanilarak kisa zamanli hiz tahmini yapilmistir.
Yapilan testlerde genel olarak bu problem igin
SVM yonteminin KNN yontemine gore daha iyi
sonuglar iirettigi goriilmiistiir. Oznitelik secme
vektorleriyle en iyi 6znitelikler karsilastirildiginda
SVM'in 0znitelik sayisinin 6 ve {iizeri oldugu
durumlarda basariminin degismedigi goriilmusgtiir.
KNN'de ise oznitelik sayist arttik¢a basarim orani
diigmektedir. Ayrica trafik 6ngoriisiinde 1 giin ve 1
hafta
kullanildiginda bagarimin  arttig1

Oznitelik  olarak
goriilmiistiir.
Ongiirii siiresi uzadik¢a basarim oranlar1 hem
SVM hem de KNN icin beklenildigi gibi
diigmektedir, fakat SVM ve KNN'nin basarimlart
uzun Ongiiriilerde
yaklagmaktadir. Bir noktadaki hiz1 bulurken tek bir
kullanmak  yerine  yakin
konumlardaki ilgili noktaya baglanti
yollarindaki sensor bilgilerinin kullanilmasinin hiz
tahmini basarimimi arttirdig1  tespit edilmistir.
Ayrica birbirlerine yiikksek bagmtiyla bagh
sensorler bulundugunda bunlarin fiziksel olarak
birbiriyle yakin konumda bulunan sensorlere
karsilik  geldigi birlikte hiz
kullanilmasinin basarimui arttirdigr  gozlenmistir.

onceki hizlarin

siireli birbirlerine

sensor verisi
ve

ve tahmininde
Sensor verilerinin alinamadigi durumlarda yakin
veya yiiksek bagmtiya sahip sensor verilerinin
kullanilmasinin da yiiksek basarim sagladifi
goriilmiistiir.
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