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Ozet: Elektronik posta kullaniminin arttig1 giiniimiizde, istenmeyen iletilerin sayisida artmistir.
Caligma, elektronik iletilerin belirlenmesi i¢in kisisel bir filtreleme modeli gelistirilmesine yo-
neliktir. Bunun i¢in gelistirilen simiflandirict sayesinde, gelen iletinin istenen ya da istenmeyen
ileti olup olmadigina karar verilir. Bu kararin verilme siiresinin kisa olmas1 gerektigi diistinii-
lirse, siniflandiricinin sonucu bildirme siiresinin kisa olmasi gerekmektedir. Calismada, siirenin
kisalmast igin, gelistirilen siniflandiricinin paralellestirilmesi saglanmaistir.

Anahtar Kelimeler: Ken Yakin Komsu Algoritmasi, Paralellestirme, Mpijava.
Spam Filtering With Paralellized Knn Algorithm
Abstract: Usage of electronic mail is increasing day by day and at the same number of spam

mail is also increasing. This study intended for developing a individual filtering model to de-
termine whether the email is spam or not. Classifier, which is implemented, is useful to make

decision. Because of long time, parallelism of classifier is provided.

Keywords: Knearest Neighborhood, Parallelizing ,Mpijava.

1. Giris

Giliniimiizde, elektronik posta (eposta) ile ile-
tisim kurma hayatimizin vazgegilmezi haline
gelmistir. Eposta kullanimi arttikga, kullanici
tarafindan istenmeyen ve farkli amagclar ige-
ren elektronik iletilerin sayisida artmistir. Bu
tip maillerden korunmaya yonelik programlar
gelistirilse de ya da birgok eposta programlari
istenmeyen iletiler ile basa ¢ikmak igin araglar
gelistirse de cogu yetersiz kalmaktadir.

Istenmeyen iletilerin belirlenmesine y&nelik
birgok veri madenciligi caligmasi da yapil-
mugtir [1]. Karar agaglar [2], kural ¢ikarimi
[3],bayesian siniflandiricilar [4,5] yaninda,
genetik algoritmalar [6] ve destek vektdr ma-
kinalar1 [7] gibi yaklasimlarda kullanilmistir.
Bunun yaninda, Data Mining Cup [8] gibi ya-

rismalara da konu olmustur.

Bu ¢aligmada da, 2006 yilinda, ECML/PKDD
tarafindan [9], istenmeyen elektronik iletilerin
belirlenmesine yonelik olan yarismadaki amag
ile yola ¢ikilmigtir. Yarismada, A gorevi adi al-
tinda sunulan veriler kullanilarak kisisel bir
filtreleme modeli tasarlanmaya ¢alisiimigtir.

Caligmada, siniflandirici olarak KNN algorit-
mast se¢ilmistir. Yarigma [9] tarafindan belir-
lenen veri kiimeleri {izerinde, siniflandirici ga-
listirtlarak sonuglar elde edilmistir. Sonuglarin
kisa siirede elde edilmesi agisindan, siniflan-
diricinin paralellestirilmesi saglanmistir. Ma-
kalenin ilk kisminda, kullanilan veri kiimeleri
ve algoritmanin isleyisinden bahsedilmistir.
Ucgiincii boliimde, siniflandiricinin pararlelles-
tirilmesine yonelik yapilan ¢aligmalar iizerin-
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de durulmustur. Dordiicii boliimde, deneysel
sonuglara yer verilmistir. Son kisimda ise so-
nuglar yer almaktadir.

2. Veri Kiimeleri ve Algoritmanin Isleyisi

Bu boliimde kullanilan veri kiimeleri ve algo-
ritmanin isleyisi hakkinda bilgi verilmistir.
2.1. Kullanilan Veri Kiimeleri

Yarigmada sunulan &grenme kiimesi, %50'si
istenmeyen, %50'si istenen olmak tizere 4000
eiletiden olugur.

Dosyanin yapisi su sekildedir:
19:394:1 109:1 163:1 405:1 406:1 415:2 ....
12:39:817:335:771:374:277:6 85 ...

[k siitun, verinin istenen ya da istenmeyen ileti
oldugunu, iki nokta ile ayrilan verilerden, sol-
daki kelime numarasini, sagdaki ise, o kelime-
nin kag defa goriildiigii bilgisini icermektedir.

Sinama kiimesi ise 3 farkli kisinin, gelen ku-
tularindan olusan etiketlenmemis veri kiime-
lerinden olusur. Sinama verisinde ilk siitun
etiketlenmemis oldugundan 1 ya da 1 yerine,
0 sayis1 igermektedir. Amag, 6grenme verisi-
ni kullanarak olusturulan modelden, 0 yerine
gelebilecek degeri bulmaktir. Modelin dog-
rulugunu test etmek i¢in, sinama kiimelerinin
dogru etiketlenmis halleride ayr1 verilmekte-
dir. Bunlara ek olarak, model parametrelerini
ayarlamak tizere kullanilabilecek bir adet eti-
ketlenmis gecerleme veri kiimesi verilmistir.

2.2. Algoritmanin Isleyisi

Calismada, smiflandirici olarak Ken yakin
komsu (KNN) algoritmast kullanilmaktadir.
KNN, egitimli 6grenme algoritmasidir ve
amaci, yeni bir drnek geldiginde varolan 6g-
renme verisi iizerinde simiflandirma yapmak-
tir. Algoritma, yeni bir 6rnek geldiginde, onun
en yakin K komsusuna bakarak 6rnegin sinifi-
na karar verir. [10]

Ornegin, x ve y isimli iki niteligimiz oldugunu
ve Tablo 1 ‘deki gibi degerleri oldugunu var-
sayalim.

X Y Simif
10 12 Evet
15 10 Hay1r
5 10 Evet
14 12 Hay1r

Tablo 1: X ve Y niteliginden olusan veri kiimesi

X niteligine ait 12, Y niteligine ait 10 degerine
sahip yeni bir 6rnek geldigini diistiniirsek, su
adimlar1 gergeklestirmemiz gerekmektedir:

1. K degerini seg

2. Tiim 6grenme ornekleri ile olan uzakligini

hesapla

3. Minimum uzaklikga gore sirala

4. Ait olduklar1 sinif degerlerini bul

5. Degeri baskin olan smifi seg
[k adim olarak, K degerini 3 sectigimizi dii-
siinelim. Ikinci adimda uzaklik hesab1 yapma-
miz gerekmektedir. Bunun i¢in uzaklik 6l¢iit-

lerinden biri kullanilabilir. En ¢ok kullanilan
olciit Euclid Uzakhik Olgiitiidiir.

Ugiincii adimda kiigiikten biiyiige dogru sira-
lanarak, minimum k deger alinir. Tablo 2’nin
dordiincii siitununda vurgulanmaktadir. Dor-
diincii adimda ise ait olduklar1 sinif degerleri
bulunur. Son adimda ise segilen orneklerin
maksimum sayida olani alinir. Bu durumda 2
hayir, 1 evet olduguna gore, sonug hayir ola-
rak almur belirlenir.

Calisamda da standart KNN algoritmast kul-
lanilmigtir. Yukaridaki adimlar {izerinden gi-
dersek:

1. K degerinin 3 olarak se¢ildigini varsayalim.
K degerinin seg¢ilmesine yonelik yapilan galig-
malar ileriki boliimlerde anlatilacaktir.
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2. Herbir sinama 6rnegi igin, 6grenme kiime-
sindeki tiim 6rnekler ile olan uzakliklar, euclid
uzaklik olgiitii ile hesaplanmistir. Boylelikle,
bir sinama kayid1 igin, 6grenme kiimesindeki
4000 kayit ile olusturulan uzaklik listesi olus-
turulmustur. Ornegin:

Ogrenme kiimesi igin olusturulan liste:

[(1,2,3,9,8,17,21,[1,9,3,94,1,109,1],

[1,2,2,3,1,9,10,12,2],...]

Siama kiimesi i¢in olusturulan liste :

[[0,2,4,9,13,10,1,11,1],...]

i¢in olusacak listenin elemanlar1 [32,120,20...]
su sekildedir. Bu liste 4000 adet eleman iger-
mektedir. Ciinkii bir adet sinama 6rnegi igin
4000 adet 6grenme 6rnegi ile uzaklik hesapla-
nir. Formule uyularak, karelerinin fark: alinir
fakat, karekok islemi yapilmaz. Karelerinin
farki isimizi gorecegi icin ve karekok islemi
icinde bir siire kullanilacagi i¢in, karekok isle-
mi gozard edilir.

say1 belirlenir. k degerinin 3 oldugunu di-
siiniirsek, igsimize yarayan listeler indislerin
bulundugu listenin ilk 3 elemanidir. Indisler
sayesinde, istenen ya da istenmeyen ileti olup
olmadig bilgisini bir listeye atar. Olusan liste-
deki istenmeyen ileti sayist fazla ise, sinama
ornegine 1, istenen ileti saysisi fazla ise sina-
ma Ornegine 1 degeri atanir. Eger esit sayida
ise degerler rastgele atanir.

Bu durumda ileti listesi : [1,1,1]

5. Son adimda ise, listedeki 1 sayis1 fazla ol-
dugu i¢in ilk sinama 6rneginin etiket degeri 1
olarak atanir.

Yukarida da anlatildigi gibi KNN algoritma-
sinin tiim adimlart gergeklestirilmistir. Bunun
disinda, programda degerlendirme adimi da
gerceklestirilmigtir. Degerlendirme adiminda,
karigiklik matrisinden yararlanilarak, dogru-
luk, hata, anma, kesinlik ve folgiitii degerleri

Tablo 2. KNN algoritmasindaki adimlar

3. Olusan bu liste kiigtikten bilyiige dogru sirala-
nir, siralanirken sayilarin indisleride de ayri bas-
ka bir listede tutulur. Yukaridaki 6rnege gore:
Sirali liste : [20,32,120,..]
Indis listesi : [2,0,1]

4. Olusan sirali dizinden belirlenen ilk k adet

=] = o
< | ¢ | 4210 isin olan g 3 é’ €| bulunur.
uzakhk E <z VEJ
(1012) Asagidaki Tablo 3. de karisiklik matrisi veril-
10 | 12 2+ (1210) - 2 mistir.
2-g
(1512
— ) o
15 | 10 24 (1010) ) § Ongoriilen Sinif
2=9
812) Smif=1 Smif=1 TP: a
8 | 10 2+ (1010) 4 Dogru _ FN: b
i, Sinif Sinif=1 a b FP: ¢
(1512) = Siif=1 c d TP:d
15 ] 10 2+ (1210) 3 é;
=13 Tablo 3. Kanisiklik Matrisi

Buna gore;

dogruluk= ((TP+TN)/(TP+TN+FN+FP))
hata = ((FP+FN)/(TP+TN+FN+FP))
kesinlik = (TP/(TP+FP))

anma = (TP/(TP+FN))

Folgiuti=((2*kesinlik*anma)/
(kesinlik+anma))
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Degerlendirme kismi1 programda su sekildedir:

6. Yukaridaki adimlar sonucunda 2500 sinama
ornegi i¢in, elimizde 6ngoriilen 2500 etiket
listesi bulunur. Yarisma, sinama orneklerinin
gercek etiketlerini de sitesinde yayinladig
icin, elimizde 2500 adet de dogru olarak eti-
ketlenmis etiket listesi vardir. Ornegin:

8 adet sinama Ornegi i¢in dngdriilen etiket
listesi : [1, 1,1, 1, 1, 1, 1, 1]

8 adet sinama 6rnegi i¢in dogrulanmus eti-
ket listesi : [1,1,1,1,1, 1,1, 1] ise
dogruluk = 6/8 = 0.75

hata =2/8 =0.25

kesinlik =4/5=0.8

anma = 4/5=0.8

Folgtiti= 0.8

Bu yontem kullanilarak, degerlendirme islemi
yapilmistir.

2.3 k Degerinin Belirlenmesi

Programda kullanilacak k degeri, yarisma ta-
rafindan sunulan gecerleme veri kiimesi {ize-
rinde denemeler yapilarak belirlenmistir. k’nin
2’den 10’a kadar olan tiim degerleri denenerek
en yiiksek dogruluk oraninin hangi degerde
verildigi saptanmaya c¢alisilmistir. Bu testler
sonucunda, k degerleri arasinda ¢ok biiyiik
fark goriilmese de, k’nin 2 ve 5 degerleri igin
dogruluk oraninin digerlerine gére daha yiik-
sek oldugu goriilmiistiir.

2.4 Esik Degerinin Belirlenmesi

Belirlenen bir esik degeri ile islem siiresinin
kisaltilmasi saglanmistir. Esik degerinin be-
lirlenmesi de, k degerinin belirlenmesi gibi
gecerleme kiimesi kullanilarak belirlenmistir.
Boliim 2.3’de anlatildig: gibi, gecerleme veri-
si lizerindeki deneylerde, k degeri 2°den 10’a
kadar se¢ilmis ve siralama igleminden sonra k
egerine gore yaklagik bir esik degeri belirlen-
mistir. Bu da en yakin k i¢in belirlenenin dege-
rin tstiindeki degerler i¢in 6nemsiz oldugunu
gostermektedir.

3. Simiflandiricinin Paralellestirilmesi

Caligmada, karsilasilan en biiylik sorunlardan
biri veri kiimesinin yapisindan kaynaklanmis-
tir. Veri kiimelerindeki her 6rnek igin nitelik-
ler, nitelik sayis1 ya da nitelik degerleri fark-
lilik gostermektedir. Bu da standart bir islem
yapmaktansa, hesaplama yapilirken, bircok
kosulun olugsmasina ve tiim olusan kosullarda,
programin siiresinin artmasina sebep olmus-
tur. Gelen bir epostanin istenen ya da istenme-
yen bir ileti olduguna hemen karar verilmesi
gerektigi diistiniiliirse, uzun bir islem kullanici
agisindan kullanisli olmamaktadir.

Caligmada karsilasilan diger bir sorun ise al-
goritmanin yapisindan kaynaklanmaktadir.
Bilindigi gibi KNN algoritmasinin en énemli
avantajlarindan biri model yaratmamasidir. Bu
sebeple egitim i¢cin bir zaman harcamaz. Ama
bu durum ayni zamanda bir dezavantaj yarat-
maktadir. Ciinkii algoritma sinama i¢in diger
modellerin aksine daha ¢ok zamana ihtiyag
duyar. Ornek olarak 4000 boyutlu egitim kii-
mesi diisiinelim. Eger KNN algoritmas1 uygu-
lanirsa bir tek sinama 6rnegi i¢in 4000 satirin
herbiriyle kargilagtirma yapilir. Bunun aksine
karar agaclar1 gibi model yaratan algoritma-
lar kullanirsa, en fazla s6z konusu problemin
ozellik sayis1 kadar bir islem uygulanir. Bu se-
bepten KNN algoritmast yeni gelen drnekleri
olumlu olumsuz olarak belirlemesi igin ¢ok
fazla zamana ihtiya¢ duyar.

Bunlar1 gidermek icin paralellestirme islemi
ile harcanan zamani1 azaltmak hedeflenmistir.

Algoritma java programlama dilinde gergek-
lestirildigi i¢in, pararlellestirme iglemi igin
mpiJava ve mpich kiitiiphaneleri kullanilmis-
tir. mpiJava, standart MPI(Message Passing
Interface) igin gelistirilen nesneye dayali Java
arayizidiir [11,12,13,14]. mpi komutlarinin
kullanilmast ve programin gerekli yerlerine
eklenen mpi rutinleri sayesinde, programin
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pararlellestirilmesi saglanmistir.

Parallellestirme, sinama ya da 6grenme kiime-
sinin dagitilmasi ile saglanabilirdi. Ik durum-
da, 6grenme kiimesinde herhangi bir degisik-
lik yapmaksizin sinama kiimesinin belirlenen
islemci sayisina boliinmesini igerirken, ikinci
durumda ise smama kiimesinde degisiklik
yapmadan, 6grenme kiimesinin iglemci sa-
yisina boéliinmesi ile gerceklestirilebilir. Bu
calismada, ilk durum ele alinarak, sinama kii-
mesinde bulunan 2500 6rnek, islemci sayisina
gore boliinerek, herbir kismi belirlenen bilgi-
sayara gonderilmistir. Calisma i¢in, 6zellikleri
birebir ayn1 4 makine kullanilmistir. Bilgisa-
yarlarda iglenen veriler mpi rutinleri kullani-
larak birlestirilmis ve sonuglarin bulunmasi
saglanmustir.

4. Deneysel Sonuglar

Dogruluk oranin degerlendirilmesi ile ilgili
yapilan deneylerde, sinama kiimesinin bir kis-
mi kullanilarak %80 dogruluk orani ve %80
folgiitii degerleri elde edilirken, tiim simnama
kiimesi kullanilarak elde edilen sonuglarda
%70 dogruluk ve %75 folciitii degerleri bu-
lunmustur. Bu degerler, 3 ayr1 sinama kiime-
sine gore degisiklik gostermektedir. Deneysel
caligmalarda yukaridaki boliimlerde de bahse-
dildigi gibi k’nin farkli degerleri ve farkli esik
degerleri igin sonug¢lar bulunmustur. Asagida,
k degeri 5 ve esik degeri 70000 iken iiretilen
sonug gosterilmektedir.

Dogruluk:0.70

Hata oran1:0.294
Kesinlik:0.6487579433853264
Anma:0.8984

Folcutu: 0.7534384434753439

Elde edilen sonug, ¢ok iyi olmasa da, iyilestir-
me algoritmalari ile oranin biraz daha yiiksel-
mesi saglanabilir.

Zamanin degerlendirilmesi ilgili yapilan ¢a-
lismalarda ise, pararlellestirme yapilmadan
ve yapildiktan sonraki durumlar géz Oniine
almarak sonuglar karsilagtirilmistir. Deney or-
tamimizda sadece dort makine kullanarak elde
edilen kazanglar gbzlemlenmistir. Asagidaki
Tablo 4 ve Sekil 1’ de goriildiigii gibi harcanan
zaman ile kullanilan makine say1si ters logarit-
mik bir iligki i¢ersindendir.

Makine Sayist Siire (Saniye)
1 381
2 232
3 182
4 165

Tablo 4. Makine sayisina gore degisen siire

KNN

! saniye
e

sire
_
=
-

makine sayis

Sekil 1. Makine sayisina gore azalan siire grafigi

Makine sayisi arttikga algoritmanin harcadigi
zaman azalir. Ama belli bir makine sayisina
gelindiginde bu azalma duracaktir. Bu deneyi
daha fazla makine ile tekrarlayip kullanilacak
maksimum makine sayisini hesaplamak gere-
kir. Bu deneme sonraki arastirmalarimiz ara-
sindadir.
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5. Sonug

Calismada istenmeyen elektronik iletilerin be-
lirlenmesi i¢in kisisel bir filtreleme modeli ge-
ligtirilmeye ¢alistlmistir. 2006 yilinda, ECML/
PKDD tarafindan diizenlenen yarigmadaki
veri kiimeleri kullanilarak, KNN algoritmas1
gergeklestirilmistir. Yapilan islemin biiyiiklii-
giinden otiirti, gegerleme veri kiimesi lizerinde
k ve esik degerleri belirlenmistir. Buna gore,
en uygun k ve esik degeri atanarak sonuglar,
etiketli veriler ile karsilagtirilmistir. Sonugla-
rin kisa siirede almmmasi igin algoritma para-
lellestirilmistir.

Deneysel sonuglara gore, %70 oraninda dog-
ruluk oranma ulasilmistir. Cok iyi bir sonug
olmasa da iyilestirme algoritmalari ile oranin
biraz daha ytikselmesi saglanabilir. Bu da son-
raki ¢alisma planimiz igindedir. Bunula bera-
ber daha fazla makine kullanilmas: da ilerki
calisma planimiz arasindadir.
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