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Ozetce

Oznitelik secme yontemleri girdi boyutunu azaltmalari ve
ilgisiz, artik veriyi yok etmeleri gibi ozellikleriyle makine
ogrenmesi algoritmalarmn daha hizl ¢calismalarina ve daha
bagsarili sonuglar elde etmelerine olanak saglar. MRMR
(Minimum Redundancy Maximum Relevance, [1]) ve FCBF
(Fast Correlation-Based Filter, [2]) gibi entropi tabanl
oznitelik secme yontemleri yiiksek bagsarim oranlari ve hizli
calismalart nedeniyle tercih edilen dznitelik secme yontemleri
arasindadirlar. Oznitelik secme yontemlerinin iyiligini dlcen
baska bir basarim dlgiitii de kararlilik (stability), yani veri
kiimesi degisince de aym  ya da yakin Ozniteliklerin
secilmesidir. Biz bu ¢alismada yeni bir kararlilik olgiitiide
ortaya koyarak degisik veri kiimeleri iizerinde MRMR
oznitelik secme yonteminin basarim ve kararliligi ile ilgili
olciimler yaptik. MRMR"t ¢alistirirken kullanilan iki yontem
olan MID ve MIQ ydntemlerinden, MID'nin kiiciik veri
kiimelerinde daha kararly bir oznitelik secimi yontemi
oldugunu gozlemledik.

Abstract

Feature selection methods help machine learning algorithms
produce faster and more accurate solutions, because they
reduce the input dimensionality and they can eliminate
irrelevant or redundant features. Entropy based feature
selection algorithms, such as MRMR (Minimum Redundancy
Maximum Relevance, [1]) and FCBF (Fast Correlation-
Based Filter, [2]) are preferred feature selection methods
because they are very fast and produce sets of features that
result in quite accurate classifiers. Besides  accuracy,
stability is another measure of goodness for a feature
selection algorithm. A feature selection algorithm is said to
be stable if changes in the identity of data points available for
feature selection still result in the same or similar sets of
features. In this study, we first developed a new stability
measurement and performed accuracy and stability
measurements of MRMR when it is used on different data
sets. We found out that, the two feature selection methods
within MRMR, MID and MIQ result in features with similar
accuracy. On the other hand, MID results in more stable
feature sets than MIQ and therefore should be preferred over
MIQ, especially for small number of available samples.

1. Giris

Gegtigimiz son on yilda siniflandirma algoritmalarinin iistiinde
uygulandigr veri kiimelerindeki Oznitelik sayilar1 binleri
onbinleri bulmaktadir. Bu nedenle arastirmacilar Oznitelik
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segcme yontemlerine her zamankinden daha fazla ihtiyac
duymakta ve dosya siniflandirmadan sinyal islemeye,
biyoinformatikten Oriintii tanima islemlerine kadar pek cok
alanda kullanim yontemlerini aramaya koyulmuslardir.

Ozelikle korelasyonlar1 yiiksek bir ¢ok ©zniteligin
bulundugu ve oOrnek sayisinin az oldugu veri kiimelerinde
Oznitelik algoritmalarinin 6nemi bir kat daha artmaktadir. Bu
durumlarda Oznitelik se¢me algoritmalari hem veri kiimesi
icindeki giiriiltiilii, sapkin ve gereksiz Oznitelikleri eleyerek
verilerin daha saglikli ifade edilmesini saglarlar hem de duisiik
ornek sayilarinda dahi siniflandirici algoritmalariin yiiksek
basar1 oranlart gostermelerine katkida bulunabilirler.

Oznitelik se¢cme algoritmalarnin  bu islevleri yerine
getirebilmesi i¢in temelde ayn1 dagilimdan gelen farkli sayida
ornek igeren veri kiimelerinde dahi tutarli, kararli secimler
yapmasi beklenmektedir.

Biz bu calismamizda basit ama etkili bir 6znitelik se¢me
yontemi olan MRMR([1]) algoritmasinin kararlili1 (stability)
izerinde teorik ve deneysel sonuglar sunacagiz. MRMR
algoritmasinin ayrik veri kiimeleri iizerinde uygulanmak iizere
geligtirdigi iki yontemden MID (Mutual Information
Difference) ve MIQ (Mutual Information Quotient) arasindaki
farki vurgulayarak yapilan deneyler sonucunda MID
tekniginin daha kararli sonuglar verdigini gosterecegiz.

Bildirinin 2. boliimiinde MRMR algoritmas: ve MIQ/MID
teknikleri anlatilacaktir. 3. boliim kararlilik Slgiitiine ayrilmig
olup 4. bolim deneylerde kullanilan veri kiimeleri hakkinda
bilgi vermektedir. 5. bolim deney diizenegini agiklamaya
caligmaktadir. 6. ve 7. boliimlerde bu deneylerin sonuglari ve
cikarimlar okuyucuya sunulmusgtur.

2. MRMR Algoritmasi

MRMR algoritmas1 simif etiketleriyle en iligkili (relevant)
oznitelikleri secmeye calisirken es zamanli olarak secilen
Oznitelikler arasindaki artiklii, fazlaligt minimize etmeye
calisan bir filtreleme yontemidir [1]. Bu bolimde MRMR
algoritmasinin  detaylar1 sunulacaktir. Algoritma her bir
Ozniteligi ayrik bir rastlanti degiskeni olarak goriir ve iki
oznitelik, X ve Y, arasindaki benzerlik seviyesini 6l¢mek icin
aralarindaki ortak bilgiyi (mutual information), /(X ,Y) ,

kullanir:

p(x,y)
I(X,Y)= ,y)log| ———=5— (1)
(X1 ZZp(x Y Og(pl(»opz(y)J

Yukaridaki denklemde p(x,y) X ve Y nin birlesik olasilik
dagihm fonksiyonunu, p,(x) ve p,(y) ise sirasiyla X ve

Y rastlanti degiskenlerinin diger bir deyisle ozniteliklerinin
marjinal olasilik dagilim fonksiyonlarimi gostermektedir.



Gosterimde  kolaylik saglamak amaciyla, her bir
oznitelik #,, N tane gdzlemin bir araya gelerek olusturdugu
bir vektor olarak tanimlanacaktir
Cr=[ L rinn N 1) f ise F aynk rastlant
degiskeninin bir Ornegi olarak ele alinacak ve Oznitelik i
ve j arasindaki ortak bilgi J(F, F) olarak gosterilecektir.
Buradai, j =1,2,...,d , d ise veri kiimesinin boyut sayisint

diger bir deyisle veri kiimesindeki Oznitelik sayisini
gostermektedir. Ortak bilgi kavrami sadece iki Oznitelik
arasindaki benzerlik diizeyini degil herhangi bir 6znitelik i ile

simf etiketleri  vektorii, h ( h=[ [/ S ] ),
arasindaki benzerligin Olgiilmesinde de kullanilmaktadir,
I(H.F)-

S secilmek istenen Oznitelik kiimesi olsun ve ‘S‘ ise bu
kiimenin eleman sayisim1 gostersin. Segilmek istenen kiimenin
secilebilecek en iyi kiime olmasini garanti etmek icin iki

kosulun karsilanmasi gerekir. Bunlardan ilki minimum artiklik
(minimum redundancy) kosuludur:

1
minw. W=—= YI(F.,F), @
|S | F,,F;eS§
Digeri ise maksimum iliski (maximum relevance) kosuludur:
1
maxv. V=22 I(F.H), 3)
S| £

Bu iki kosulu birlestiren iki basit kombinasyon ise su sekilde
ifade edilebilir:

max(V —-W), 4
max(V /W), ()
Yukaridaki ifadelere gore en iyi kiimenin elde edilmesi
O(N ‘S‘) arama gerektirdigi icin, MRMR algoritmas1 bu

optimizasyon sorununu su sekilde cozer. Oncelikle ilk
oznitelik Esitlik (3)’e  gore segilir. Bundan sonraki her
basamakta Esitlik (6) ve (7)’yi saglayan Oznitelik i secilir ve
secilen Oznitelik § kiimesinde tutulur. Q =Q- S secilmis

Oznitelikler disinda kalan tiim Oznitelikleri ifade etmektedir.

max [ (H,F)), (6)
FeQg

!
min— » I(F,F.), 7
min SIFZS (F..F)) ™)

Esitlik (6) ve (7)’nin esitlik (4) ve (5)’e gore kombine edilmesi
algoritma i¢in iki segilim kriterini ortaya ¢ikarmaya yeter:

Tablo 1:MRMR algoritmasinin 6znitelik secme kriterleri
Isim Formiil

Ortak Bilgi 1
Pk | MaX 1<F2,H>—MZI<E,F]-)
(MID) L Fjes

®)

Ortak Bilgi 1
Orant 11;2?35 I(FI’H)/M ZI(FI’FJ)
(MIQ) L Fies

®

Goriildugi gibi Esitlik (6) Esitlik (3)’te belirtilen kosulun
aynisidir ve Egsitlik (7) Esitlik (2)’nin bir benzeridir. Yukarida
gegen algoritmalarin karmagiklig 0(‘5‘ “N).

3. Kararhlik Hesab1

Oznitelik secme algoritmalarinin kararliigim (stability) [3]
O0lcmek icin iki Oznitelik alt kiimesi arasindaki kararlilik
seviyesini belirliyebilecek bir oOlgiite ihtiyag vardir. Bu
boliimde [3] tarafindan sunulan yonteme benzer bir yontem

sunulacaktir. Varsayalm R, = {E Piljll‘ ve R, ={F j}JRl‘
- i

oznitelik se¢gme algoritmalarinin sonucu olan iki 6znitelik
kiimesi olsun ve her bir F| ve Fj tek bir Ozniteligi temsil

etsin. R, ve R, arasindaki kararliigi Slgmek amaciyla [3]
R, ve R, ’nin agirhkh tam iki parcah ¢izge, G = (V,E),
V=R UR, |,
E = {(E , Fj )|E eR, Fj e Rz} , ayrica Oznitelikler
arasindaki  her bir baglantinmn  (F; Fj) bir agirlik
olgiitii a)(E , Fj) ile

belirtmektedir. Bizim yontemimizde iki nokta ya da diger bir
deyisle iki Oznitelik, E and F/_ , arasindaki agirlik,

olarak  modellenmesini  dnermekte,

iligkilendirilmesi ~ gerektigini

a)( Fl., Fj.), bu Oznitelik ¢ifti arasindaki simetrik belirsizlik

ile ifade edilmektedir. Bu entropi tabanli dogrusal olmayan
korelasyona SU denir ve su sekilde hesaplanir:

U - {W'ﬂ} 10)
7T H(F)+ H(F)

i

Daha 6nce tammlandigi gibi F, and F ; 1ki aynk rastlanti

degiskenidir ve sirasiyla Oznitelik i ve Oznitelik j ’yi temsil

ederler.
IGIXI1Y)=H(X)-H(X 1Y), (1
H(X) =Y p(x)log,(p(x)); (12)
xe X
H(X1Y)=Y p(y)Y p(xI ylog,(p(xly):  (13)
yeY xeX

Bizim metodumuzda CU(F,-,F,-)’ SU” ‘ye esittir ve R, ve
R, arasindaki genel benzerlik (kararlilik seviyesi) asagida

gosterilen formiil ile hesaplanmaktadir:
D.(F,F)e M,o(F,F)
M|

Burada M , G gizgesindeki maximum eslesmedir. Diger bir

Sim" (R,,R,) = (14)

deyisle M iki oznitelik seti, Rl ve R2, arasindaki maksimum

agirlikli eslesmeyi temsil eder. Maksimum agirliklt iki pargali
cizge eslestirme problemi bircok sekilde coziilebilmektedir.
Biz optimum sonuca ulagmak icin Hungarin algoritmasini
kullandik. Algoritma Tennesse Universitesi'nden Alexander



Melin tarafindan koda dokiilmiis ve Matlab Central internet
sitesinden elde edilmistir.

iki oznitelik seti arasindaki benzerligi (kararhligi) 6lcmek
i¢in boyle bir yontemin kulanilmasinin nedeni Ozniteliklerin
indekslerinden ziyade igerdikleri degerlere bakarak benzerlik
6l¢menin daha dogru oldugunu saptamamizdandir. Bu yontem
iki Oznitelik kiimesinin c¢ok sayida farkli indekse sahip
Oznitelik icermesine ragmen bu Ozniteliklerin aralarinda
yiiksek derecede baglilik (korelasyon) oldugu durumlarda daha
mantikli sonuglar vermektedir.

Bizim kararlilik olciitiimiiz [3]’te agiklanan yontemden iki
acidan farkhdir. 1k olarak ilgili makalede tek tek
ozniteliklerden olusan iki Oznitelik kiimesi arasindaki
kararliliktan ziyade Oznitelik gruplarindan olusan Oznitelik
kiimeleri arasindaki kararlilik 6lciilmeye calisiimaktadir. kinci
olarak ise ¢izgede Oznitelik gruplari arasindaki agirliklar bizim
kullandigimiz simetrik belirsizlik yonteminden farkli olarak
her bir grubun merkezinde yer alan ya da grubu en iyi sekilde
tamimlayan Oznitelikler arasindaki korelasyon Kkatsayisina
bakilarak hesaplanmaktadir. Bizim metodumuz [3]’te
aciklanan yontemin 6zel bir halidir ve 6znitelik gruplar1 yerine
tek tek Oznitelikler arasindaki benzerlik yukarida belirtilen
simetrik belirsizlik yontemiyle saptanmaktadir.

4. Veri Kiimeleri

Bu bolimde deneylerin gergeklestirildigi veri kiimeleri
tanitilacaktir. Veri kiimelerinin iistinde MRMR algoritmast
MID ve MIQ teknikleriyle uygulanmadan Once tiim
Oznitelikler maximum ve minimum degerleri arasinda 10
bolmeye ayrilarak ayrik rastlantt  degiskenleri haline
getirilmisgtir.

4.1. Musk(Versiyon 1) Veri Kiimesi

Bu 47°si uzmanlar tarafindan musk olarak nitelenen ve geri
kalan 45 tanesinin musk olmayan diye tamimlandigi 92
molekiilii barindiran bir veri kiimesidir. Ama¢ yeni
molekiillerin musk olup olmadiklarim1 saptamaktir. Bu veri
kiimesini iiretmek amaciyla ilk olarak molekiillerin diisiik
enerjili bicimlenmeleri tiretilmistir, daha sonra bunlardan ¢ok
benzer olanlar atilmistir. Bu islemin sonunda geriye 476
bicimlenme kalmistir. Son olarak bu 476 bicimlenme igin 166
adet Oznitelik c¢ikarilmistir. Bu veri kiimesi UCI Machine
Learning Repository internet sitesinden alinmustir [5].

4.2. El Yazis1 Rakamlar Veri Kiimesi

El yazis1 rakamlarin normalize edilmis bit haritalar1 NIST
tarafindan saglanan Onisleme programlarini kullanarak
cikartilmistir. Biz bu galismada veri kiimesinin 43 insandan
30’unun katkida bulundugu egitim setini kullandik. El yazisi
rakamlarin 32x32 bit haritalart 4x4 liik st iiste gelmeyen
bloklara bolinmiis ve her bir bloktaki dolu piksel adedi
sayillmistir. Bu her bir rakam igin 1...16 araliginda tam say1
degerlerinden olusan 8x8’lik bir veri matrisi elde edilmesine
yol acmustir. Veri kiimesindeki ornek sayis1 3823’tiir ve
yukaridan da anlasilacag: gibi her bir 6rnek icin 64 6znitelik
tanimlidir.  Simif  etiketleri rakamlarin  gercek tam say1
degerlerinden olugmaktadir. Bu veri kiimesi UCI Machine
Learning Repository internet sitesinden alinmstir [5].

Tablo 2:Veri kiimeleri ve 6zellikleri

Isim Ornek Oznitelik | Siif Sayisi
Sayis1 Sayist

Musk(Versiyon 476 166 2{0, 1}

1) Veri Kiimesi

El Yazis1 Rakam 3823 64 10{0,..,9}

Veri Kiimesi

5. Deneysel Metodoloji

Bir oznitelik segme algoritmasinin kararliligi degisken egitim
kiimelerinden elde edilmis Oznitelik kiimeleri sonuglarinin
ortalama benzerligi olarak tanimlanabilir. Her bir veri alt
kiimesi rastgele secim yada bootstrap algoritmasinin sonucu
olarak olusturulabilir.

N tane 6rnek iceren bir D veri kiimesi kullanilarak
Oznitelik se¢me algoritmasinin kararlilign olgiilecek olsun.
Bunu gergeklestirmek igin ilk olarak deney kiimelerini
olusturmak gerekir. Bu ¢alismada tiim veri kiimesinden 10 kez
N o6rmek icerecek sekilde veri bootstrap algoritmasi
kullanarak cekildi. Bu islemin sonucunda 10 egitim kiimesi,

D,,..» 1=12,.,q. g =10 olusturuldu. Her bootstrap
isleminden sonra D, . . veri kiimesine ait olmayan tiim
ornekler D veri kiimesinde tutuldu ve bu veri kiimeleri

test i
basarim oranlarinin hesaplanmasi icin kullanildi. Algoritmanin
kararliligin1 gostermek icin ilk olarak Oznitelik se¢me
algoritmast tiim egitim veri kiimelerinin iizerinde uygulanarak,
Oznitelik kiimeleri, R, ’ler elde edildi. Oznitelik segme
algoritmasinin kararli davranmasinin, egitim kiimesinin 6rnek
sayisindaki azalmaya ragmen tiim veri kiimesi kullanilarak
elde edilen Oznitelik kiimesi olan R, ile benzer, tutarli
oznitelik kiimeleri tiretmesi olarak tanimlanmisti. Bu amagla
her bir egitim veri kiimesinden ( D ), r*‘ D
(r= [r',rz,...,rj] ),

kiimelerinde MRMR algoritmas1 uygulandi ve Rl.j Oznitelik

train i train i

sayida Ornek alinarak bu veri

kiimeleri elde edildi. Sonug olarak her bir r orani i¢in g adet
R, ve R/oznitelik kiimesi olusturuldu.

Deneylerimizde, 5 tane r degeri  kullanildi,
r= [0.1, 0.25, 0.5, 0.75, 1]. Sonug olarak her bir r’ oram
i¢in, g veri alt kiimesinde algoritmamn kararlilhig1 su sekilde
hesaplandi:

q
lZSimM(Ri,Ri")a (15)
q i=1

Deneylerde kararlilik ve basarim hesaplamalari mevcut
egitim veri kiimelerindeki ornek sayisini azaltarak ve bootstrap
sayisim1 fazla tutmaya calisilarak gerceklestirildi. [3]'te ise
kararlilik hesaplamalar1 sadece tek bir bootstrap yapilmig veri
kiimesi lizerinden gosterilmeye calisilmig, bu da r degerinin
yaklagik olarak 0.632°’ye esit oldugu duruma Kkarsilik
gelmektedir ([4] p. 333). MID ve MIQ tekniklerinin kararlilik
karsilagtirmalar1 ve elde edilen 6znitelik kiimelerinin D

test i
veri kiimelerindeki bagarim oranlar1 Deney Sonuglar1 kisminda
goriilebilir.



6. Deney Sonuclari

Deneylerde siniflandirict algoritmasi olarak k-en-yakin-komsu
(knn: k-nearest neighbor) siniflandiricis1 kullanilmis ve k
degeri 3 olarak almmistir. Hesaplamalar her iki veri
kiimesinde olasi tiim 6znitelik sayilart i¢in yapilmustir.

Sekil 1 ve 2’de Musk (Versiyon 1) veri kiimesi {izerinde,
tim verinin %25’i (r=0.25) kullanilarak yapilan deney
sonuglar1 gosterilmistir.  Sekil 1’de goriildiigi gibi, MID
yontemi ile elde edilen kararlilik degerleri biitiin segilen
Oznitelik sayilari icin MIQ’dan daha fazladir. Sekil 2’de
goriildiigi gibi MID ve MIQ’nun basarim degerleri arasinda
belirgin bir fark bulunmamaktadir. Yer darligi dolayisi ile
diger r degerleri ve el yazisi rakam veri kiimesindeki
sonuglarin grafikleri verilememistir. Fakat onlarda da ayni

durum gozlenmistir.
MUSK (Versiyon 1) eri Kimesi, Ormek sayisi= 119, Oran = 0.25

Wararlilik

01 —E&—hIRMR - MIQ
——hRMR - MID

20 40 60 80 100 120 140 180
Oznitelik sayisi

Sekil 1. Musk (Versiyon 1) MID ve MIQ kararlilik degerleri

MUSK (versiyon 1) Werl Kimesi, Otek sayisi= 119, Oran = 0.25

0a

0.8
UJW
0.6¢

05

Basarim

04
03
02

— = -MRMR - MID

5 ' .
20 40 GO a0 100 120 140 160
Ganitelik sayisi

Sekil 2. Musk (Versiyon 1) MID ve MIQ basarim degerleri

Sekil 3 ve 4’de, 20 oznitelik segilmesi durumunda MID
ve MIQ yontemlerinin 10 deneyde bulduklari kararlilik
degerleri biitiin r degerleri icin gosterilmistir. Bu sekillerde
de goriildiig gibi, MID, MIQ’dan daha kararli sonuglar
vermektedir.

MUSK (Versiyon 1) Veri Kimesi

08
08

0.7

tlerinin ortalamalari ve standart sapmalari

06

—E&—hIRMR - MIQ
——hRMR - MID

1 15 2 25 3 35 4 45 5 5§
Oranr=[0.1,0.25,0.5,0.75, 1.0]

Sekil 3. Musk (Versiyon 1) veri kiilmesinde MID ve MIQ’nun
ortalama kararlihk degerleri (Oznitelik sayis1 = 20)

El Yazisi Rakam Yeri Kirmesi

Kararliik degerlerinin ortalamalari ve standart sapmalari

—&— MRMR - MIQ
——WRMR - MID

05 1 15 2 25 & a5 4 45 A 55
Oran r=[01,0.25,06,075 1.0]

Sekil 4. El Yazis1 Rakam veri kiimesinde MID ve MIQ nun
ortalama kararlilik degerleri (Oznitelik sayis1 = 20)

7. Sonuglar

Bu bildiride, MRMR 6znitelik secme yonteminin iki degisik
uygulamasi, MID ve MIQ, basarim yoniinden oldugu gibi,
kararlilik yoniinden de incelenmistir. Kararliligin degisen veri
kiimesi boyutlarinda olciilmesi icin tiim veri yerine verinin
degisik sayida alt kiimeleri alinarak 6znitelik se¢imi yapilmis
ve bu durum i¢in bir kararlilik 6lgme yontemi gelistirilmigtir.
MID yonteminin, 6zellikle veri kiimelerinin kiiciik oldugu
durumlarda, MIQ’dan daha kararli oldugu goriilmiistiir.
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