
 Yeni Bir Temel/Ba�ımsız Bile�en Analizi(TBA/BBA) Tabanlı 
Öznitelik Seçme Yöntemi 

A New PCA/ICA Based Feature Selection Method 

Hakkı Murat Genç* Zehra Çataltepe** Thomas Pearson*** 

*Bili�im Teknolojileri Enstitüsü, Marmara Ara�tırma Merkezi, Kocaeli 
murat.genc@bte.mam.gov.tr 

**Bilgisayar Mühendisli�i Bölümü, �stanbul Teknik Üniversitesi, �stanbul 
cataltepe@itu.edu.tr 

***Mühendislik Ara�tırmaları Birimi, USDA-ARS, Manhattan 
thomas.pearson@gmprc.ksu.edu 

 

Özetçe 
Veri boyutunu azaltma yöntemleri sınıflandırma yapmak için 
harcanan zamanı ve bazı durumlarda sınıflandırma hatasını 
azaltmaya yardımcı olur. ([1], [2], [3], [4] ve [5]) Zaman kritik 
uygulamalarda öznitelik elde etme evresinde harcanan zamanı 
azaltmak için, öznitelik seçme yöntemleri, tüm giri� 
de�erlerinin ölçülmesini gerektiren boyut indirgeme 
yöntemlerine tercih edilir. Geriye do�ru öznitelik seçimi ve 
ileri do�ru öznitelik seçimi gibi geleneksel yöntemlerin 
uygulanması hem çok maliyetlidir hem de en iyi olmayan 
öznitelik kümelerine neden olabilmektedir. Bu çalı�mada, 
hangi özniteliklerin seçilmesi gerekti�ine TBA veya BBA’nın 
hangi özniteliklere ne kadar de�er atadıklarıyla karar verildi�i 
yeni bir öznitelik seçme yöntemi tanıtılmaktadır. Yöntemin 
do�rulu�u geriye do�ru öznitelik seçimi, ileri do�ru öznitelik 
seçimi ve aynı sayıda boyutun kullanıldı�ı TBA/BBA 
metodlarıyla kar�ıla�tırılmı�tır. Denemelerde mısır 
çekirdeklerinden elde edilmi� tayfsal ölçüm verisi 
kullanılmı�tır. 

Abstract 

Dimensionality reduction algorithms help reduce the 
classification time and sometimes the classification error of a 
classifier([1], [2], [3], [4] ve [5]). For time critical 
applications, in order to have reduction in the feature 
acquisition phase, feature selection methods are more 
preferable to dimensionality reduction methods, which require 
measurement of all inputs. Traditional feature selection 
methods, such as forward or backward feature selection, are 
costly to implement and may result in a suboptimal set of 
features. In this study, we introduce a new feature selection 
method that decides on which features to retain, based on how 
PCA (Principal Component Analysis) or ICA (Independent 
Component Analysis)[6] values those features. We compare 
the accuracy of our method to PCA and ICA using the same 
number of principal and independent components. We also do 
comparison to backward and forward feature selection with 
the same number of features selected. For our experiments, 
we use spectral measurement data taken from corn kernels 
infested and not infested by fungi.  

1. Giri� 
Öznitelik seçme yöntemleri örüntü tanıma uygulamalarında 
sıkça kullanılır. Bu yöntemler orijinal veri kümesinden belli 
sayıda öznitelik içeren bir alt küme seçerler. Öznitelik 
seçmenin önemli bir avantajı öznitelik elde etmek için 
harcanan zaman ve maliyetin azalmasıdır. Bunun yanında 
sınıflandırıcı e�itim ve test zamanları da kısalır. Öznitelik 
seçimi gürültülü, sapkın ve gereksiz özniteliklerin elenmesinde 
de yararlıdır.  
 
Geriye ve ileri do�ru öznitelik seçimi iyi bir öznitelik 
altkümesi belirlenmesi için faydalı olabilir. Fakat bu 
yöntemler, her bir öznitelik eleme adımında bir 
sınıflandırıcının e�itilmesi ve test edilmesini gerektirdi�inden 
zaman bakımından oldukça maliyetlidir.  
 
TBA(Temel Bile�en Analizi) ve BBA(Ba�ımsız Bile�en 
Analizi), boyut indirgemede sıkça kullanılırlar. Veri kümesi 
normal da�ılıma yakınla�tıkça TBA; normal da�ılımdan 
uzakla�tıkça BBA en iyi performansına yakla�ır.  
 
Bu çalı�mada, TBA/BBA’nın özniteliklere atadı�ı de�erin 
elenecek özniteli�in seçimi için ölçüt olarak belirlendi�i bir 
yöntem tanıtılmı�tır. Önerilen yöntem tüm öznitelik kümesi ile 
ba�layıp her bir adımda bir özniteli�in elenmesi �eklinde 
çalı�tı�ından geriye do�ru öznitelik seçimi yöntemi ile 
benzerdir. Ama genellikle TBA/BBA uygulamak bir 
sınıflandırıcı e�itip test etmekten çok daha hızlı oldu�undan 
tanıtılan yöntem geriye do�ru öznitelik seçimi yönteminden 
çok daha hızlıdır. Önceki çalı�malardan Yu ve Liu[4],her 
özniteli�in ‘ilgililik (relevance)’ ve ‘artıklık (redundancy)’ 
de�erini düzensizlik (entropy) tabanlı simetrik belirsizlikler 
kullanarak ölçmü�tür.  Yu ve Liu’nun önerdi�i yöntem 
oldukça hızlı olmasına ra�men, en ‘ilgisiz’ oldu�u sanılan her 
özniteli�in elenmesinden dolayı bu özniteliklerin beraber 
kullanılması halinde getirebilecekleri fayda gözden 
kaçmaktadır. Simetrik belirsizlikler Hall’un[5] çalı�masında da 
öznitelikler arası ili�kilerin derecesini ölçmede kullanılmı�tır.  
 
Bildirinin geri kalan kısımları; veri kümesinin tanıtımı, genel 
kabul görmü� boyut indirme algoritmaların kısaca özellikleri, 
ve yeni önerilen yöntemin tanıtımı �eklinde sıralanır. 5. 
bölümde her metodun sınıflandırma performansı do�ruluk ve 



zaman kıstasları açısından verilmi�tir. 6.bölüm sonuçlar ve 
yöntemin gelecekteki açılımlarına ayrılmı�tır.   
 

2. Mısır Çekirdekleri Veri Kümesi 
Kullanılan veri kümesi, çe�itli mantar türleri tarafından 
hastalık bula�tırılmı� ya da bula�tırıl(a)mamı� mısır 
çekirdeklerinden olu�ur[7]. Pearson ve Wicklow’un 
çalı�masında 550nm ile 1700nm dalga boyları arasındaki 
tayfsal çekirdek yansıtma çarpanı, görünür renk yansı 
imgeleri, x-ı�ını imgeleri, çok tayflı aktarganlık imgeleri ve 
fiziksel özellikleri (kütle, uzunluk, kalınlık ve kesit alanı) de 
çekirde�in hastalıklı olup olmadı�ını belirlemekte, 
hastalıklıysa buna neden olan mantar tipinin ayırt edilmesinde 
kullanılmı�tır. Bu çalı�mada ise sadece 550nm ile 1700nm 
arasında bulunan tayfsal çekirdek yansıtma çarpanları 
öznitelikler olarak kullanılmı� ve sadece hastalıklı olup 
olmama ayırımı yapılmı�tır.(Problem 2 sınıflıdır.) Kullanılan 
veri kümesi, Pearson ve Wicklow’un çalı�malarında 
kullandıklarını içerir; fakat sınıflandırılması daha zor olan 
ortalama solgunluktaki yakla�ık 600 örne�in daha eklenmi� 
halidir. Sonuç olarak kullanılan veri kümesinde toplam 1648 
mısır çekirde�i örne�i ve her bir çekirdek için 550nm’den 
1700nm’ye 5nm çözünürlükte elde edilmi� 241 farklı 
yansıtma çarpanı de�eri bulunur. Veri kümesinin elde 
edilebilmesi için çekirdekler, haftalar öncesinden birçok farklı 
mantar türü ile a�ılanmı� mısır ba�aklarından hasat zamanı 
toplanmı�tır. Daha sonra spektrometre ile bitkinin ı�ı�ı 
so�urma de�erleri ölçülmü�tür. Daha az sayıda dalga boyu 
için ölçüm almak kullanılan makinenin zamansal ve maddi 
maliyeti dü�ünülerek istenmektedir. 
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�ekil 1: Hastalıklı ve sa�lam örneklerden rasgele seçilen bir 

kaç örne�in öznitelik ölçüm uzayında da�ılımı 
 
Hastalıklı ve sa�lam örneklerden bir grubu �ekil 1’de 
sergilenmi�tir. �lk bakı�ta ‘kırmızı’ ve ‘mavi’lerin öznitelik 
uzayının ilk ve son elemanlarında en ayırt edilebilir oldukları 
görünmektedir. Ba�ka bir ifadeyle 1–15 arası (550nm-625nm) 
ve 200–241(1500nm-1700nm) arası öznitelikler en iyi 
seçimlerdir. Veri kümesinin ortak de�i�inti (covariance) 
matrisinin incelenmesinde de (yer darlı�ından dolayı 
verilmemi�tir) en büyük kö�egensel giri�lerin sırasıyla (200-
241),  (1-15) ve  (175-185) numaralı özniteliklere kar�ılık 
geldi�i gözlenmi�tir. Tablo 1’de en ayırt edici bölüm olan 
(200–241)den rasgele seçilen 5 ve 20 öznitelik için do�ruluk 

de�erleri, aynı sayıda temel bile�en için yapılan TBA 
sonuçları ile kar�ıla�tırılmı�tır.    
 
Tablo 1: Fisher’ın do�rusal sınıflandırıcısı için ortalama 
geçerleme hatalarının kar�ıla�tırılması 

 
 
Birçok uygulamada, öznitelik seçme/boyut indirgeme 
i�leminden önce veriyi öni�lemlerden geçirmek uygundur. 
Elimizdeki mısır veri kümesi tayfsal bilgi içerdi�inden ve 
öznitelikler kom�ularına ba�ımlı oldu�undan düzgeleme 
(normalization) i�lemi gerekmemekte fakat yumu�atma i�lemi 
önemli olabilmektedir. Yumu�atmanın, ba�ka bir ifade ile her 
de�er için kom�u öznitelik de�erlerinin de a�ırlıklı 
ortalamasını alma i�leminin bir di�er önemli yararı ise 
sapkın(istisna) öznitelik de�erlerinin elenmesidir. Mısır 
çekirde�i veri kümesinde ortalamadan önemli ölçüde sapan 
de�erlere fazla rastlanmadı�ından bu kriter ikinci önemdedir. 
Yumu�atma i�leminin olumlu etkileri 4 ve 5 nolu tabloların 2 
ve 3 nolu tablolarla kar�ıla�tırmalı olarak incelenmesi ile 
gözlemlenebilir.   
 

3. Öznitelik Seçme/Boyut �ndirgeme 
Algoritmaları 

 
Geriye do�ru öznitelik seçimi, ileri do�ru öznitelik seçimi 
TBA ve BBA([6] ve [8]) sıklıkla kullanılan öznitelik seçme 
ve boyut indirgeme algoritmalarıdır[9]. 
 
Geriye do�ru öznitelik seçimi ve ileri do�ru öznitelik seçimi, 
her özniteli�in, seçilecek öznitelik alt kümesine eklenmesine 
ya da bu kümeden çıkarılmasına her adımda bir 
sınıflandırıcının e�itilip test edilmesi ile karar verilen ‘sarıcı’ 
yöntemlerdir. Çok geni� veri kümeleri için bu yöntemlerin 
uygulanması olanaksızla�ır. �leri do�ru öznitelik seçimi 
algoritması yalnız ba�ına de�ersiz ama birlikte oldukça 
de�erli olabilecek öznitelikleri kaçırabilir. 
 
TBA ve BBA d boyutlu giri� uzayını 'd d<  olacak 
�ekilde farklı bir uzaya aktarır. BBA’da amaç normal 
da�ılımlı olmayan verinin istatistiksel olarak ba�ımsız ya da 
olabildi�ince ba�ımsız olmasını sa�layacak �ekilde bir 
do�rusal dönü�ümünü elde etmektir. TBA, verinin normal 
da�ılımlı olmasından yararlanırken BBA sınıflandırıcı 
performansını normal da�ılımdan uzakla�ıldı�ı ölçüde 
artırabilir. Bu yüzden bu iki yöntemle denemeler yapıldı�ında 
verinin istatiksel da�ılımına ili�kin öngörülerin her iki uç 
noktası denenmi� olur. Mısır çekirde�i veri kümesi bu açıdan 
de�erlendirildi�inde iki yöntem için de benzeri sonuçlar 
vermektedir. (Bkz. Tablo 2 ,3, 4, 5)  
 

4. TBA/BBA Tabanlı Öznitelik Seçme 
Algoritması 

Hem TBA hem BBA tabanlı öznitelik seçme algoritmaları, 
temel ya da ba�ımsız bile�enlere en az katkı yapan 
özniteliklerin en az ayırt edici özelli�e sahip oldu�u fikrine 



dayanır. Her a�amada en ‘kötü’ öznitelik elenir ve kalanlar 
üzerinden tekrar TBA/BBA yapılır. Özniteliklerin bile�enlere 
katkısı, dönü�üm matrisi W ’nin ilgili satır ya da sütunundaki 
elemanların mutlak de�erlerin toplamı olarak yakınsanmı�tır.  
 

d giri� veri boyutu, 'd TBA/BBA ile elde edilen 

dönü�türülmü� veri kümesinin boyutu ve *d  istenilen 

öznitelik boyutu olarak tanımlansın. Ba�langıçta d de�eri 
orijinal veri kümesi boyutumuzdur. Takip eden algoritma 
adımlarını sıralayacak olursak, 
 

• Temel/ba�ımsız bile�enleri hesapla. W  dönü�üm 

matrisini elde et. NxdA orijinal veri kümesi, 

'dxd
z elde edilen dönü�üm ve 'dxd

W dönü�üm 

matrisi olmak üzere z AW= yazılabilir.  

• W matrisinin tüm satır elemanlarının mutlak 

de�erini ayrı ayrı topla. W matrisinin her bir satırı 
farklı bir öznitelikle çarpılaca�ından öznitelikler 
dönü�üm için birer katsayı kümesi olarak 
dü�ünülebilir. E�er belirtilen satır toplamı 
‘küçük’se, ilgili özniteli�in temel/ba�ımsız 
bile�enlere katkısı ‘küçük’tür.  

• En küçük satırlar toplamını bul ve ilgili özniteli�i 
ele. ( 1d d→ − ) 

• E�er *d d> ko�ulu geçerliyse(hala istenilenden 
fazla öznitelik varsa), geriye kalan öznitelikleri 
kullanarak 1. adıma dön. 

 
TBA’da özde�erlerin büyüklükleri de dikkate alınarak 
istenilen sayıda temel bile�ene( 'd ) ula�ılmaya çalı�ılabilir. 
Buradaki tek kısıt istenen öznitelik sayısının bile�en 

sayısından büyük ya da e�it olmasıdır. ( *'d d<= ) Örne�in, 
241 öznitelikten 5 ‘en iyi’ özniteli�i seçmek için en çok 5 
temel bile�en için analiz yapılmalıdır. BBA’nde ise her 
adımda ba�ımsız bile�en sayısı algortima tarafından en 
iyilenmektedir ve benzeri bir kısıt algoritmanın do�ası gere�i 
sa�lanmaktadır.   
 

5. Performans Sonuçları 

5.1. Kullanılan sınıflandırıcılar 

Önerilen algoritmanın sonuçlarını kar�ıla�tırmak için Fisher’ın 
do�rusal sınıflandırıcısı ve lojistik do�rusal sınıflandırıcı 
kullanılmı�tır. ([9],[10] ve [11])  
 
Fisher’ın do�rusal sınıflandırıcısı, en küçük kareler bazında 
hatayı en azaltacak do�rusal ayırtaç fonksiyonunu bulmaya 
çalı�ır. Lojistik do�rusal sınıflandırıcı ise olabilirlik ölçütünü 
lojistik (sigmoid) fonksiyonunu kullanarak en çoklayarak veri 
kümesi için bir do�rusal sınıflandırıcı hesap etmeye çalı�ır 
[10, 12].  
 

5.2. Deneysel Sonuçlar 

Sonuçlar, orijinal veri kümesi için tablo 2 ve 3’te,  öni�lemden 
geçirilmi� veri kümesi için tablo 4 ve 5’te raporlanmı�tır. Tüm 
sonuçlar 10’lu çapraz geçerleme yöntemi ile elde edilen 
verinin ortalaması olarak verilmi�tir.  
 
Öni�lemden geçirilmi� veri kümesi, orijinalin yarı maksimum 
tam geni�lik(FWHM) bant geçirgen süzgeçle evri�iminden 
elde edilmi�tir. Veri yüksek ilintili oldu�undan ve bu 
nedenden düzgeleme veri kaybına neden olabilece�inden, tüm 
durumlarda veri 0 ortalamalı ve 1 de�i�intili olacak �ekilde 
düzgelenmemi�tir.  
 
Önerilen yöntem özünde bir geriye do�ru öznitelik seçimidir. 
Sonuçlar incelendi�inden özellikle dü�ük sayıda öznitelik 
seçiminde yöntemlerin, klasik geriye/ileriye do�ru öznitelik 
seçimi yöntemlerinden iyi do�ruluk de�erlerine sahip 
olabildi�i görünmektedir. Fakat bu klasik yöntemleri çok geni� 
veri kümelerinde kullanılamaz.  
 
Klasik TBA ve BBA yöntemleri ile aynı sayıda bile�en 
kullanıldı�ında önerilen yöntemler kadar iyi sonuç alınamadı�ı 
görülmektedir. Ayrıca TBA ve BBA birer dönü�üm yöntemi 
oldu�undan tüm öznitelik de�erlerini kullanır. Bu durum ise 
gerçek zamanlı mısır çekirde�i sınıflandırma probleminde 
öznitelik elde edilmesi a�amasında ciddi zaman ve para 
kaybına neden oldu�undan tercih edilmez.   
 
Tablo 2: Fisher’ın do�rusal sınıflandırıcısı için ortalama 
geçerleme hataları(Orijinal veri kümesi) 

 
Tablo 3: Lojistik do�rusal sınıflandırıcı için ortalama 
geçerleme hataları(Orijinal veri kümesi) 

 
Tablo 4: Fisher’ın do�rusal sınıflandırıcısı için ortalama 
geçerleme hataları(Ön i�lemden geçirilmi� veri kümesi) 

 
Tablo 5: Lojistik do�rusal sınıflandırıcı için ortalama 
geçerleme hataları(Ön i�lemden geçirilmi� veri kümesi) 

 
 



Tablo 6 ve 7’de, önerilen yöntemlerin hızı, klasik geriye do�ru 
öznitelik seçimi yöntemi ile kar�ıla�tırılmı�tır. (Sonuçlar her 
bir durum için 3.2 P4 dual core i�lemcili, belle�i 2Gb olan 
adanmı� bir bilgisayarda elde edilmi�tir.). Önerilen 
yöntemlerin hızlarının, kullanılan sınıflandırma metodu ile 
de�i�medi�i bu tablolardan gözlemlenebilir. Bu özellik, 
sınıflandırmada yapay sinir a�ları, karar destek makineleri gibi 
daha fazla zaman alan yöntemler kullanılması durumunda 
önerilen öznitelik seçme algoritmasının önemini daha da 
arttırır. 
 
Tablo 6: Fisher’ın do�rusal sınıflandırıcısının öznitelik seçimi 
için harcadı�ı zaman(saniye cinsinden) 

 
 
Tablo 7: Lojistik do�rusal sınıflandırıcının öznitelik seçimi 
için harcadı�ı zaman(saniye cinsinden) 

 
 

6. Sonuçlar ve Gelecek Çalı�malar 
 
TBA/BBA tabanlı hızlı ve do�ru bir geriye do�ru eleme 
algoritması önerilmi�tir. Yöntem benzeri klasik yöntemlerle 
kar�ıla�tırılmı� ve sonuçlar raporlanmı�tır.  
 
Her iki yöntemin de seçti�i öznitelikler, veri kümesinin 
incelendi�i 2. bölümde öngörülen en çok ayırt edici 
kesimlerdendir. Ayrıca sonuçlar tablo 1’de raporlanan 
sonuçlardan daha iyidir.  
 
Algoritmanın en önemli kısıdı, negatif de�ere sahip olmayan 
veri kümelerinde yüksek do�rulukla çalı�abilmesidir. Yöntem 
bu özelli�e sahip farklı bir veri kümesinde de denenmi� ve 
benzeri sonuçlar elde edilmi�tir. (OpdtDigit veri kümesi [13]) 
Sonuçlar yer yetersizli�inden verilmemi�tir. Sadece tayfsal 
(spectral) bilgi ta�ıyan veri kümelerinde yumu�atma i�lemi 
algoritma performansını artırır. 
 
Önerilen yöntem her bir adımda birden fazla özniteli�in 
elenmesi yoluyla hızlandırılabilir. Sınıflandırıcı 
do�rulu�undan ödün vermek kaydıyla, bile�enler en ‘büyük’ 
‘katkı’ yapan istenen sayıda öznitelik ilk adımdan seçilebilir.  
 
Yöntemin çok büyük veri kümelerinde klasik yöntemlere göre 
kazandırdı�ı zamanının irdelenmesi de gelecek çalı�malarımız 
arasındadır.  

 

7. Te�ekkür 
Yazarlar, deneysel sonuçların elde edilmesinde kullanılan 
PRTools4[14] ve FastICA[8] araç takımı yazarlarına ve 
doktora çalı�malarına sa�ladı�ı maddi kaynaktan ötürü 
TÜB�TAK’a te�ekkürlerini sunar.  
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